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Zusammenfassung

Emotionen, Stimmungen und Meinungen sind Affektzustände, welche nicht direkt von einer Person
bei anderen Personen beobachtet werden können und somit als „privat“ angesehen werden kön-
nen. Um diese individuellen Gefühlsregungen und Ansichten dennoch zu erraten sind wir in der
alltäglichen Kommunikation gewohnt, Gesichtsausdrücke, Körperposen, Prosodie, und Redeinhalte
zu interpretieren. Das Forschungsgebiet Affective Computing und die spezielleren Felder Emotions-
analyse und Sentimentanalyse entwickeln komputationelle Modelle, mit denen solche Abschätzungen
automatisch möglich werden.

Diese Habilitationsschrift fällt in den Bereich des Affective Computings und liefert in diesem Feld
Beiträge zur Betrachtung und Modellierung von Sentiment und Emotion in textuellen Beschreibun-
gen. Wir behandeln hier unter anderem Literatur, soziale Medien und Produktbeurteilungen. Um
angemessene Modelle für die jeweiligen Phänomene zu finden, gehen wir jeweils so vor, dass wir
ein Korpus als Basis nutzen oder erstellen und damit bereits Hypothesen über die Formulierung
des Modells treffen. Diese Hypothesen können dann auf verschiedenen Wegen untersucht werden,
erstens, durch eine Analyse der Übereinstimmung der Annotatorinnen, zweitens, durch eine Adju-
dikation der Annotatorinnen gefolgt von einer komputationellen Modellierung, und drittens, durch
eine qualitative Analyse der problematischen Fälle.

Wir diskutieren hier Sentiment und Emotion zunächst als Klassifikationsproblem. Für einige Frage-
stellungen ist dies allerdings nicht ausreichend, so dass wir strukturierte Modelle vorschlagen, welche
auch Aspekte und Ursachen des jeweiligen Gefühls beziehungsweise der Meinung extrahieren. In
Fällen der Emotion extrahieren wir zusätzlich Nennungen des Fühlenden. In einem weiteren Schritt
werden die Verfahren so erweitert, dass sie auch auf Sprachen angewendet werden können, welche
nicht über ausreichende annotierte Ressourcen verfügen.

Die Beiträge der Habilitationsarbeit sind also verschiedene Ressourcen, für deren Erstellung auch
zugrundeliegende Konzeptionsarbeit notwendig war. Wir tragen deutsche und englische Korpora für
aspektbasierte Sentimentanalyse, Emotionsklassifikation und strukturierte Emotionsanalyse bei. Des
Weiteren schlagen wir Modelle für die automatische Erkennung und Repräsentation von Sentiment,
Emotion und verwandten Konzepten vor. Diese zeigen entweder bessere Ergebnisse, als bisherige
Verfahren oder modellieren Phänomene erstmalig. Letzteres gilt insbesondere bei solchen Methoden,
welche auf durch uns erstellte Korpora ermöglicht wurden.

In den verschiedenen Ansätzen werden wiederkehrend Konzepte gemeinsam modelliert, sei es auf
der Repräsentations- oder der Inferenzebene. Solche Verfahren, welche Entscheidungen im Kontext
treffen, zeigen in unserer Arbeit durchgängig bessere Ergebnisse, als solche, welche Phänomene ge-
trennt betrachten. Dies gilt sowohl für den Einsatz künstlicher neuronaler Netze, als auch für die
Verwendung probabilistischer graphische Modelle.
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1 Einleitung

1.1 Die Analyse von Affekt in Text und die Verarbeitung von Sprache

Die verschiedenen Aspekte, mit denen sich Natural Language Processing, also die Verarbeitung von
natürlicher Sprache mit Hilfe von Computersystemen und mathematischen Modellen, beschäftigt,
wird häufig in verschiedene Ebenen unterteilt. Dies sind üblicherweise Aspekte der Phonetik, wel-
che unter anderem die Schnittstelle zwischen Audiosignal und einer Verschriftlichung untersucht,
Aspekte der Morphologie (der Struktur von Worten), der Syntax (welche Regeln analysiert, nach
denen einzelne Elemente von Sprache zusammengesetzt werden), der Semantik (die sich mit der
Bedeutung von Sprache beschäftigt), des Diskurses und der Pragmatik (welche nicht-wörtliche und
kontextabhängige Bedeutungen untersucht) (Mitkov, 2003).

Es kann weiterhin zwischen propositionaler und nichtpropositionaler Bedeutung unterschieden
werden. In der Modellierung fällt die Erkennung von Entitätsnamen in Text zum Beispiel in die
erste Kategorie, während die Interpretation von paralinguistischen Phänomenen typischerweise in
die zweite Kategorie fällt. In dieser Habilitationsarbeit diskutieren wir solche letztgenannten Phäno-
mene, welche erstmalig von Janyce Wiebe als private Zustände einer Person, eines Autors, oder einer
Figur beschrieben wurden. Dies sind also solche Eigenschaften, die nicht direkt von außen beobachtet
werden können (Bruce und Wiebe, 1999; Wiebe und Riloff, 2005; Wilson und Wiebe, 2005). Wilson
und Wiebe (2005) beschreiben diese private states als “Attributionen sowie Meinungen, Stimmun-
gen/Sentiments, Spekulationen, Evaluationen und andere”1. Dies umfasst also streng genommen alle
Zustände einer Person, welche nicht direkt beobachtbar sind. In der Praxis wird der Begriff allerdings
in der Regel im Kontext der Analyse subjektiver Sprache, der Sentimentanalyse, Emotionsanalyse
und Meinungsanalyse genutzt. Insbesondere wird der Begriff des „privaten Zustands“ nicht im Sinne
von „Privatsphäre“ verstanden.

1.2 Affekt und Emotion in der Psychologie

Wir verwenden in dieser Arbeit den Begriff „Affekt“ im unscharfen Sinne, wie er in dem Forschungs-
feld “Affective Computing” gebraucht wird: “Affective Computing is the study and development
of systems and devices that can recognize, interpret, process, and simulate human affects” (Picard,
2000). Mit der Bildung von Affekt im Menschen gehen verschiedene Prozess einher, wie zum Beispiel
die Bildung von Emotionen oder auch Meinungen, allerdings sind Affekt, Sentiment und Emotion
nicht synonym. Feldman-Barrett (2018) schreibt hierzu:

“Affect is the general sense of feeling that you experience throughout each day. It is
not emotion but a much simpler feeling with two features. The first is how pleasant or
unpleasant you feel, which scientists call valence. The pleasantness of the sun on your
skin, the deliciousness of your favorite food, and the discomfort of a stomachache or a
pinch are all examples of affective valence. The second feature of affect is how calm or
agitated you feel, which is called arousal.“

Affekt besteht also aus den Komponenten Valenz und Arousal. In der Analyse von natürlicher Spra-
che wird der Begriff Sentiment häufig für die Einordnung der Wahrnehmung eines Ereignisses, eines
Produkts oder einer Person (allgemein: eines Auslösers oder einer Ursache) verwendet, wobei typi-
scherweise die diskreten Werte oder eine Skala zwischen den Werten positiv und negativ genutzt
werden. Sentiment in diesem Sinne ist also dem Begriff Valenz sehr ähnlich.
1 “attributions, as well as opinions, emotions, sentiments, speculations, evaluations and other”, Übersetzungen aus

dem Englischen durch mich
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Eine Emotion ist ein im Verhältnis zum Affekt komplexeres Phänomen, welches von Scherer (2005)
folgendermaßen beschrieben wird:

“In the framework of the component process model, emotion is defined as an episode
of interrelated, synchronized changes in the states of all or most of the five organismic
subsystems in response to the evaluation of an external or internal stimulus event as
relevant to major concerns of the organism.”

Entscheidend ist also ein Stimulus, der eine Reaktion von organischen Teilsystemen verursacht. Diese
beschreibt Scherer (2005, Tabelle 1) als Information Processing, Support, Executive, Action und
Monitor, was sich in den folgenden Emotionskomponenten widerspiegelt: (1) Cognitive Appraisal,
(2) Körperreaktion, (3) Motivationskomponente, Handlungstendenzen, (4) Expression (Gesicht und
Sprache) und (5) subjektives Gefühl (Emotionswahrnehmung). Ferner grenzt Scherer den Begriff der
Emotion von Vorlieben, Einstellungen (attitude), affektiven Dispositionen, und interpersönlichen
Haltungen (stance) ab. Wir halten also fest, dass in der (textuellen) Sentimentanalyse Affekt in
Form von Valenz sowie Einstellungen und Haltungen zusammenkommen, aber eben nicht identisch
mit Emotion sind.

Für die Meinungsbildung wie auch die Emotionsbildung ist auch das Cognitive Appraisal relevant,
insbesondere, wenn es um die Bewertung von Ereignissen geht. Smith und Ellsworth (1985, Tabelle 6)
stellen fest, dass zur Diskriminierung der Emotionen Freude, Traurigkeit, Wut, Langeweile, Heraus-
forderung, Hoffnung, Angst, Interesse, Verachtung, Ekel, Frustration, Überraschung, Stolz, Scham und
Schuld die folgenden Dimensionen zur Bewertung eines Ereignisses ausreichend sind: Wie angenehm
war die Situation, welche Verantwortung obliegt der Fühlenden, wie sicher ist sich die Fühlende
bezüglich der Interpretation des Ereignisses, wieviel Aufmerksamkeit bedarf das Ereignis, wieviel
Aufwand bringt es mit sich, und wieviel situationelle Kontrolle obliegt der Fühlenden?

Es stellt sich nun die Frage der Relevanz dieser psychologischen Erkenntnisse für die Erstellung
von automatischen Systemen zur Emotionserkennung. Die Antwort hängt von den Inhalten der zu
analysierenden Texte ab – zur Zuweisung einer Emotion (also der automatischen Klassifikation von
Emotionen in Text) verlassen wir uns auf die Inhalte im Text. Diese können Beschreibungen der an
einer Emotion partizipierenden Teilsysteme sein, also von Körperreaktionen, Handlungen und Hand-
lungstendenzen, der Bewertung von Ereignissen oder des Ausdrucks einer Emotion. Weiterhin kann
der Text eine direkte Nennung einer Emotion enthalten. Zu der Bewertung eines Ereignisses soll-
ten Beschreibungen der jeweiligen Appraisal-Dimensionen mit die Schlussfolgerung, welche Emotion
vorliegt, eingehen.

In der automatischen Klassifikation von Emotionen in Text wird die Erkennung und Interpretation
dieser Aspekte sowie die Einschätzung ihrer Relevanz allerdings in der Regel (meiner Kenntnis nach
bis auf Balahur, Hermida und Montoyo (2012) und Shaikh, Prendinger und Ishizuka (2009)) einem

Freude Wut Ekel Angst Traurigkeit Überraschung

Abbildung 1 : Basisemotionen nach Ekman (1999)
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Abbildung 3 : Das Circumplexmodell nach Posner,
Russell und Peterson (2005), angefer-
tigt nach Seo und Huh (2019), Über-
setzung durch mich.

statistischen Modell überlassen. Ein Optimierungsverfahren schätzt auf Basis annotierter Daten,
welche Textelemente mit den Emotionen auf welche Art und Weise im Kontext stehen.

Als solches Referenzsystem werden üblicherweise eines von drei psychologischen Modellen genutzt.
Das Modell von Ekman (1999) stellt eine Quelle diskreter Emotionsklassen dar. Ekman (1999) hat
diese Basisemotionen so voneinander unterschieden, dass alleine eine Unterscheidung der Emotion
im Gesicht, also der Mimik, möglich ist. Er fokussiert sich also bezüglich des Emotionsmodells von
Scherer (2005) auf die Ausdruckskomponente. Abbildung 1 zeigt die Basisemotionen nach Ekman,
nämlich Freude, Wut, Ekel, Angst, Traurigkeit und Überraschung.

Ein weiteres Modell von Basisemotionen wurde von Plutchik (2001) vorgeschlagen. Er organisiert
diese auf einem Rad (siehe Abbildung 2), wobei auf den Blättern die Grundemotionen und zwischen
diesen sekundäre Emotionen liegen. Je weiter eine Emotion innen liegt, desto stärker wird die Inten-
sität (≈ Arousal) wahrgenommen. Entsprechend dieses Modells ist Ekel also eine starke Form von
Langeweile, was entsprechend des Appraisalmodells von Smith und Ellsworth (1985) nicht von der
Hand zu weisen ist, auch wenn es auf den ersten Blick wie eine unzulässige Vereinfachung erscheint.
Des Weiteren sind gegensätzliche Emotionen auch auf dem Rad gegenüberliegend angeordnet.

Neben diesen Modellen der Basisemotionen, welche diskrete Klassen zur Einordnung von Text
liefern, findet sich auch das Circumplex-Modell in der automatischen Analyse von Text zur Emo-
tionsmodellierung (Posner, Russell und Peterson, 2005, siehe Abbildung 3). Dieses Modell stellt
allerdings streng genommen kein Emotionsmodell, sondern ein Modell des Affekts dar. Die App-
raisaltheorien verknüpfen jedoch diese Dimensionen mit den im Kontext von Valenz und Arousal
wahrgenommenen Emotionen. Unser Fokus liegt in dieser Arbeit auf der Modellierung von diskreten
Emotionsklassen.
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Abbildung 4 : Struktur der Forschungsbeiträge in dieser Habilitationsarbeit

1.3 Ziel dieser Habilitation und Wissenschaftliches Vorgehen

Zum aktuellen Zeitpunkt funktionieren automatische Systeme zur Erkennung von Sentiment und
Emotion in textuellen Ausdrücken noch nicht generell zufriedenstellend. Wir untersuchen hier nun
Varianten der Modellierung dieser Phänomene, welche auf verschiedenen Korpora, Annotationen
und informatischen Verfahren basieren, um letztendlich ein besseres Verständnis der maschinellen
Lernaufgaben zu erhalten, was zu Verfahren führen soll, welche eine bessere Genauigkeit und Voll-
ständigkeit liefern, als bisher. Für einige Probleme, insbesondere die strukturierte Emotionsanalyse,
liegen bisher auch noch gar nicht hinreichende Ansätze und Korpora vor, so dass neben der kompu-
tationellen Modellierung zunächst auch die Entwicklung eines Verständnisses der Realisierungen der
Phänomene im Text notwendig ist.

Das Ziel dieser Habilitation ist es, Phänomene des Affekts, von Emotionen und Sentiment ent-
sprechend ihrer Realisierungen in Text zu modellieren. Die Struktur und das Verhältnis der Themen
zueinander sind in Abbildung 4 visualisiert. Bei jedem Thema gehen wir in einem iterativen Pro-
zess vor, welcher in Abbildung 5 skizziert ist. Dieser Prozess beginnt mit einer Hypothese. Diese
umfasst Annahmen bezüglich des Modellierungsziels sowie, welche Dateneigenschaften genutzt wer-
den. Das Modellierungsziel wird zum Beispiel in Form von einer Definition von Klassen festgehalten.
Datenannahmen finden sich später in der technischen Modellierung wieder, zum Beispiel über die
Notwendigkeit der expliziten Formulierung von relationaler Information (zum Beispiel Sequenzin-
formation in Form von graphischen Modellen, rekurrenten neuronalen Netzen oder konvolutionalen
neuronalen Netzen) oder auch konkrete Charakteristika, welche als Merkmale festgehalten werden.

Insbesondere Annahmen zu dem Modellierungsziel werden typischerweise in einer Annotations-
richtlinie festgehalten. Diese Richtlinie basiert zwar auf dem Modellierungsziel, kann aber auch be-
reits Vereinfachungen enthalten, von denen angenommen wird, dass sie komputationell notwendig
sind, um eine akzeptable Performanz zu erreichen. Die Spezifikation der Annotation bewegt sich al-
so im Spannungsfeld zwischen dem eigentlichen Modellierungsziel (zum Beispiel Emotion) und dem
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Abbildung 5 : Wissenschaftliches Vorgehen

komputationell zu erreichenden, angenommenem Desiderat (zum Beispiel eine bestimmte Teilmenge
von diskreten Emotionen zu repräsentieren).

Die Annotation wird nun von (idealerweise mehreren, unabhängigen) Annotatorinnen durchge-
führt. Das Ergebnis ist eine Manifestation der durch die Annotationsrichtlinie formalisierten Hy-
pothese, wie das Phänomen modelliert werden kann. Diese, insbesondere auf das Modellierungsziel
ausgerichtete, Realisierung kann nun evaluiert werden, in dem die Zuverlässigkeit der Annotation
evaluiert wird. Diese Qualitätsabschätzung dient zum einen der Verifikation, dass das Modellierungs-
ziel tatsächlich in dem Korpus realisiert ist, zum anderen aber auch als Maß, wie herausfordernd die
Aufgabe für Menschen ist.

Neben dem direkten Zweck der Analyse der Annotation dient das Korpus als Basis für die daten-
getriebene Modellierung. Zunächst werden Unabhängigkeitsannahmen und Merkmale implementiert,
welche Annahmen über die Dateneigenschaften realisieren. Parameter, welche nicht direkt festgelegt
werden können, werden in einem weiteren Schritt geschätzt, der zu einem trainierten Modell führt.
Der Vergleich dieses Modells zu Variationen (zum Beispiel mit anderen Annahmen) führt zu Er-
kenntnissen, die die Hypothese verifizieren und falsifizieren. Dies kann zu neuer Hypothesenbildung
führen.

Zur Erstellung eines komputationellen Modells reicht es also nicht aus eine existierende Modellar-
chitektur aus einem etablierten Paradigma des maschinellen Lernens zu nutzen; zumindest ist dies
nicht dem Erkenntnisgewinn dienlich. Vielmehr führt insbesondere die Kombination aus Datener-
stellung, Problemformalisierung, Modellierung, Training und Evaluation von Korpus und Modell zu
Erkenntnissen, wie ein Phänomen so repräsentiert werden kann, dass automatische Verfahren eine
bessere Performanz zeigen und der Nutzen von Emotions- und Sentimentanalyse erhöht wird.

1.4 Varianten der Affektmodellierung

Die in dieser Habilitationsarbeit diskutierten Arbeiten betrachten verschiedene Phänomene aus dem
Kontext der Affektmodellierung in Text. Dies ist insbesondere Sentiment- und Emotionsklassifikation
(Drückt ein Text etwas Positives oder Negatives aus? Wird in einem Text eine Emotion ausgedrückt
oder wird sie bei einem Leser verursacht?) sowie die strukturierte Analyse (Auf welchen Aspekt
bezieht sich die positive oder negative Aussage? Wer fühlt die Emotion und was hat sie ausgelöst?).
Wir untersuchen hierbei (je nach Teilgebiet und Fragestellung) Aspekte der Korpuserstellung, der
Auswahl geeigneter maschineller Lernmethoden sowie, in verschiedenen Fragestellungen wiederkeh-
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Peter ist glücklich über seine Prüfung.

Positiv

(a) Sentiment-Klassifikation

Peter ist glücklich über seine Prüfung.
Meinungsträger Evaluierung: positiv Aspekt

(b) Aspekt-basierte Sentimentanalyse

Peter ist glücklich über seine Prüfung.

Freude

(c) Emotions-Klassifikation

Peter ist glücklich über seine Prüfung.
Fühlender Emotionsschlüsselwort: Freude Ursache

(d) Strukturierte Emotionsanalyse

Abbildung 6 : Beispiele für die in dieser Habilitationsarbeit diskutierten Fragestellungen im monolingualen
Fall.

Klasse Text

Negativ And I never had a good time while sat by your bedside with papers and poetry
about Estella.

Negativ Displeased with Lion, I may take this opportunity to learn Windows 7. Or Linux.
Or poke myself in the eye.

Neutral Aged under 26 and keen to become a foreign correspondent? Apply for the Marie
Colvin scholarship http://t.co/1NwsQSam

Neutral Because Sunday just screams Pancake Day
Neutral AC Milan reportedly want Miralem Pjanic to join the San Siro in January #Foot-

ballFanatic
Positiv Delicious warm sun...great to see you (if only briefly) after hurricane sandy whipped

through here a couple hours ago.
Positiv Never start working on your dreams and goals tomorrow......tomorrow never co-

mes....if it means anything to U, ACT NOW!

Tabelle 1 : Beispiele aus dem SemEval 2013 Task 2b Korpus für Sentimentanalyse in Twitter. Die möglichen
Klassen sind negativ, neutral-or-neutral, positiv (Nakov, Rosenthal u. a., 2013).

rend, inwieweit verschiedene Teilbereiche explizit gemeinsam modelliert werden können und dadurch
jeweils besser repräsentiert werden. Dies betrifft die Formulierung im Modell und den Lernprozess
oder die Inferenzprozedur.

Im Folgenden führen wir die verschiedenen Fragestellungen, welche für den monolingualen Fall an
Hand eines einfachen Beispiels in Abbildung 6 illustriert sind, konkret ein, diskutieren jeweils kurz
den Stand der Technik und Kunst, auf welchem wir aufbauen und welche unsere Arbeiten motivieren.
Ab Abschnitt 2 betrachten wir dann konkret die neuen Beiträge dieser Habilitationsarbeit.

1.4.1 Sentiment-Klassifikation

Den Startpunkt dieser Arbeit stellt die Sentiment-Klassifikation dar. Das Ziel ist es, eine Funktion
zu finden, welche einer Texteinheit (einem Buch, einer Produktbeurteilung, einer Nachrichtenüber-
schrift, einem Blogpost, einem Tweet, einem Facebookpost oder einem Satz, seltener auch nur einem
Wort) eine Klasse positiv oder negativ zuweist. Häufig wird das Problem als ein Ein-Klassen-Problem
formuliert, so dass es auch üblich ist, zusätzlich die Klasse gemischt oder neutral hinzuzufügen. Ge-
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SST-fine − − − − + + +
SST-binary − + + − + + +
OpeNER + − − − − − −
SenTube-A + − − − − − −
SenTube-T + − − − − − −
SemEval − − − + − − −

Tabelle 2 : Verfügbare Ergebnisse von State-of-the-Art-Sentiment-Modellen (Spalten) für etablierte Evalua-
tionskorpora Mitte 2017 (Zeilen) (Barnes, Klinger und Schulte im Walde, 2017). Korpora: SST
fine and binary (mehrere Klassen bzw. auf binäre Klassen abgebildet): Socher, Perelygin u. a.
(2013), OpeNER: Agerri, Cuadros u. a. (2013), SenTube: Uryupina, Plank u. a. (2014), SemEval:
Nakov, Rosenthal u. a. (2013). Methoden: Ave: Durchschnittsbildung der Einbettungsvektoren
(Faruqui, Dodge u. a., 2015), Retrofit: Anpassung der Vektoren mit Hilfe eines semantischen
Wörterbuchs (Faruqui, Dodge u. a., 2015), Joint: Optimierung der Einbettungen zur Repräsenta-
tion von Sentiment gemeinsam mit syntaktischer und genereller semantischer Information (Tang,
Wei u. a., 2014). Lstm, BiLSTM, Cnn beschreiben jeweilige Module innerhalb eines neuronalen
Netzes (Tabelle aus Barnes, Klinger und Schulte im Walde, 2017).

mischt bedeutet hierbei, dass beide Polaritäten in der Texteinheit auftreten. Zusätzlich kann auch
die Intensität modelliert werden, entweder mit Hilfe einer kontinuierlichen Variable oder in dem die
Klassen sehr positiv und sehr negativ mit eingebunden werden.

Ein Beispiel für eine solche Polaritätserkennung ist die Erkennung, dass der folgende Satz als
positiv einzuordnen ist:

„Der Kaffee schmeckt mir gut.“

Im Gegensatz dazu ist der folgende Satz als gemischt zu beurteilen:

„Er ist ein netter Mensch, aber gestern war er schlecht gelaunt.“

Weitere Beispiele aus dem SemEval 2013 Task 2b Korpus stellt Tabelle 1 vor (Nakov, Rosenthal u. a.,
2013).

Ein solches System zur Sentimentklassifikation findet zum Beispiel in der Aggregation von Nach-
richten in sozialen Medien Anwendung. Es kann zum Beispiel ein Warnsystem für Produktentwickler
geschaffen werden, welches auf eine Häufung von negativen Kommentaren hinweist, welche einen
bestimmten Firmennamen nennen. Ebenso könnten in Produktbeurteilungen die Textstellen auto-
matisch markiert werden, welche besonders positiv oder besonders negativ sind, so dass der Leser
sich leichter einen Überblick verschaffen kann. Des Weiteren finden solche System ihren Einsatz in
der Kaufsentscheidung von Aktien, in dem sie auf Nachrichtentexte angewendet werden.

Dieses Forschungsfeld wurde zu Beginn stark von Janyce Wiebe geprägt, welche zunächst das
Klassifikationsproblem in die Klassen subjektiv und objektiv vorschlug (Wiebe und Riloff, 2005). Die
Einordnung in positiv und negativ wird im Folgenden dann häufig nur bei subjektiven Texten als
sinnvoll erachtet, da Sentimentanalyse eben den Schwerpunkt auf die Aggregation von subjektiven
Meinungen legt. Eine weitere frühe Arbeit ist die auf distributioneller Semantik aufbauende Methode
von Turney (2002), der die Polarität eines Texts durch automatisch bestimmte Ähnlichkeitswerte zu
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Text Aspekt Subjektive Phrase Polarität

U
SA

G
E

I had no problems with the return. return no problems positiv

The washer itself is great, the included
hose is junk.

washer great positiv
hose junk negativ

It looks very neat, like a storage container,
and using it is very simple and easy.

looks very neat positiv
using very simple positiv
using easy positiv

SC
A

R
E

Update auf Samsung S2 gescheitert:
Paketdatei ungueltig.

Update gescheitert negative
Paketdatei ungueltig negativ

Vorweg WICHTIGE ANMERKUNG: Wen
die Vibration im Takt der Musik nervt,
einfach in den Systemeinstellungen unter
„Ton > Automatische Haptik“ den Haken
bei Poweramp rausnehmen ;-).... Hätte
nicht gedacht, dass der Player wirklich so
gut ist! Klangbild ausgezeichnet,
Handhabung super einfach, geile
Einstellmöglichkeiten, viele Extras und ein
superpraktischer Lockscreen. Genau das
was ich beim Standart Player immer
vermisst habe! Wirklich ein ausgezeichneter
Player.

Player ausgezeichneter positiv
Lockscreen superpraktischer positiv
Einstellmöglichkeiten geile positiv
Handhabung super einfach positiv
Klangbild ausgezeichnet positiv
Player wirklich so gut ist positiv

Tabelle 3 : Beispiele aus dem USAGE-Korpus (Klinger und Cimiano, 2014) und dem SCARE-Corpus (Sänger,
Leser u. a., 2016a).

den Worten “poor” und “excellent” bestimmt. Wegweisend waren weiterhin verschiedene Arbeiten
mit Hilfe von maschinellem Lernen auf Basis von verschiedenen Textkorpora (Pang und Lee, 2004;
Sayeed, Boyd-Graber u. a., 2012; Shi und Li, 2011; Täckström und McDonald, 2011; Wiebe, 2000,
i. a.). Mit dem Wiederaufkommen von künstlichen neuronalen Netzen in den 2010er-Jahren und dem
damit einhergehenden Trend der Verwendung von Wortvektoren zur Eingaberepräsentation (Ein-
bettungen, wie sie unter anderem mit Hilfe von Word2Vec (Mikolov, Chen u. a., 2013) oder GloVe
(Pennington, Socher und Manning, 2014) erzeugt werden), wurde auch untersucht, inwieweit diese
Vektoren zur Repräsentation von Sentiment verbessert werden können, zum einen durch eine Anpas-
sung mit Hilfe von externem Wissen oder durch gemeinsame Anpassung in der Modelloptimierung
(Faruqui, Dodge u. a., 2015; Maas, Daly u. a., 2011; Tai, Socher und Manning, 2015; Tang, Qin u. a.,
2016; Tang, Wei u. a., 2014; Yu, Wang u. a., 2017).

Korpora zur Sentimentklassifikation umfassen zum Beispiel (Agerri, Cuadros u. a., 2013; Nakov,
Rosenthal u. a., 2013; Socher, Perelygin u. a., 2013; Uryupina, Plank u. a., 2014). Allerdings sind nicht
all diese Methoden mit allen Korpora verglichen worden, was eine Motivation für unsere Arbeiten
in Abschnitt 2.1 darstellt. Tabelle 2 zeigt, wie spärlich die Methoden-Korpusmatrix besetzt war.

1.4.2 Aspekt-basierte Sentimentanalyse

Eine Erweiterung der Sentimentklassifikation, welche im Allgemeinen nicht mehr sinnvoll als einfa-
che Klassifikation modelliert werden kann, ist die Erkennung von Aspektnennungen zusammen mit
deren Beurteilung, was gelegentlich in der Anwendung auch als Meinungsanalyse (Opinion Mining)
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bezeichnet wird (vgl. Abb. 4 auf Seite 4 und 6 auf Seite 6). Diese Aufgabe kann unterschiedlich
ausgestaltet werden, sowohl auf Annotations- als auch auf komputationeller Seite. In der Literatur
sind (mindestens) drei verschiedene Ansätze zu beobachten. Betrachten wir den Satz

„Das Essen schmeckt sehr gut, aber die Bedienung könnte aufmerksamer sein.“,

welcher so aus einem Korpus mit Restaurantbeurteilungen stammen könnte. Mit Hilfe der Senti-
mentklassifikation, wie sie in Abschnitt 2.1.1 eingeführt wurde, wäre eine Zuweisung von positiv
oder negativ eine unangemessene Vereinfachung. Auch die Verwendung einer Klasse gemischt lässt
nur eingeschränkt Rückschlüsse auf den Inhalt zu. Weitere Beispiele finden sich in Tabelle 3.

In der Formulierung im Sinne einer Closed-World-Annahme (Ansatz 1) werden die relevanten
Aspekte vollständig vordefiniert. Ganu, Elhadad und Marian (2009) verwenden in der Restaurant-
Domäne zum Beispiel Food, Service, Price, Ambience, Anecdotes, Miscellaneous. In dem oben genann-
ten Beispiel wäre die Ausgabe eines Systems somit „Food: positive“; „Service: negative“. Hiermit wäre
aber keine automatische Zuweisung von Äußerungen zu einem möglichen Aspekt Geographical Locati-
on möglich (wenn zum Beispiel ein Satz „Das Restaurant liegt gut erreichbar in der Deutz-Kalker-Str.“
zu bewerten wäre).

Um diese Einschränkung zu umgehen wird (Ansatz 2) zunächst erkannt, welche Segmente im Text
einen Aspekt beschreiben. Dies ist somit ein Open-World-Ansatz. Ein Sentimentanalysesystem hat
dann die Aufgabe, aus einem gegebenen Aspekt und dem umgebenden Text die Polarität abzuleiten.
In dem genannten Beispiel wäre dies für „Essen“ positiv und für „Bedienung“ negativ. Eine Variante
dieses Verfahrens ist es, nicht nur die Segmente, welche einen Aspekt beschreiben zu identifizieren,
sondern auch die Phrasen, welche das Sentiment ausdrücken. Die Relation zwischen solchen eva-
luierenden Sentiment-Phrasen und Aspektnennungen können dann bezüglich ihrer Polarität weiter
eingeordnet werden. Hier wäre in diesem Ansatz 3 die Ausgabe („Essen“, „sehr gut“, positiv) und
(„Bedienung“, „könnte aufmerksamer sein“, negativ).2

Solche aspektbezogenen Sentimentanalyseverfahren helfen zum Beispiel, automatisch Bewertungen
von bestimmten Aspekten zu aggregieren. Hu und Liu (2004) erstellen zum Beispiel einen graphischen
Überblick zu den Inhalten von Beurteilungstexten. Im Sinne von Information Retrieval helfen solche
Systeme zum Beispiel auch, konverse Ansichten zu dem selben Aspekt zu finden, welche dann manuell
verglichen werden können.

Wir tragen in Abschnitt 2.1.2 ein Modell bei, welches Aspektnennungen und evaluierende Phrasen
entsprechend Ansatz 3 erkennt. Wir zeigen hierbei, dass gemeinsame Inferenz zu einer Performanz-
verbesserung führt. In Abschnitt 2.2.2 zeigen wir eine bilinguale ressourceneffiziente Modellierung
von Ansatz 2, wobei die Aspektnennungen als gegeben angenommen werden. Wir stellen ein System
vor, welches besser funktioniert, als andere Ansätze, welche ähnliche Ressourcenannahmen machen.

Wir nutzen für einen weiten Teil unserer Experimente das auto- und kameraorientierte JPDA
Korpus (Kessler, Eckert u. a., 2010) und vergleichbar annotierte Tweets von Spina, Meij u. a. (2012a).
Wir tragen des Weiteren zwei deutsche (Klinger und Cimiano, 2014; Sänger, Leser u. a., 2016b) und
ein englisches Korpus (Klinger und Cimiano, 2014) bei.

1.4.3 Emotionsklassifikation

Die Sentimentanalyse ordnet Texte in positiv und negativ ein – dies ist für Anwendungen, in denen
es konkret um Unterscheidungen von Emotionen geht, nicht ausreichend. Zum Beispiel würde die
Erkennung, dass eine Menge von Twitternachrichten Angst vor einem Ereignis ausdrückt andere
2 Für eine weitere Aggregation und Analyse ist es sinnvoll die extrahierten Aspektnennungen zu gruppieren, wie zum

Beispiel von Chen, Martineau u. a. (2016), Xiong, Zhang u. a. (2016) und Zhao, Huang u. a. (2014) vorgeschlagen.

9



Klasse Text

Wut A certain boy came into my room and started telling me that I was not pretty, that I had
no manners and that I should learn some. I had just come to campus and he was in fourth
year.

Wut A colleague asked me for some advice and as he did not have enough confidence in me he
asked a third person.

Ekel The smell of garlic in rush-hour bus
Ekel A dirty person, smelling bad and unknown laying on me.
Angst A few weeks back my daughter had very high fever and I was scared that it might lead to

brain damage or convulsions.
Angst A terrible cloud-burst started when we were camping in a tent on a great bald field.
Schuld A friend of mine was drunk and having an argument on the street with a woman, apppar-

ently his girlfriend. I was walking on the other side of the street and thought that I was
not supposed to interfere. Later I heard that he had shot himself that evening.

Schuld Accidentally dropped a friends camera flash, so that it was broken.
Freude A friend which I hadn’t seen for years, sent me a small present.
Freude After one year of searching, my friend and I have found a flat we are able to pay for.
Traurigkeit A friend of mine got pregnant and failed the first year at university. The boyfriend refused

his responsibility and they ended up in court.
Traurigkeit A good friend quitted me after he had behaved in a strange manner.
Scham A few days back I had to ask a professor a ridiculous question because I had lost at a game

of cards and had to pay a forfeit.
Scham A girl I was with yelled something out to this group of guys I knew. It sounded really

childish.

Tabelle 4 : Beispiele aus dem ISEAR Korpus, welcher häufig zur Emotionsanalyse eingesetzt wird (Scherer
und Wallbott, 1997). Die möglichen Klassen folgen Ekmans Basisemotionen mit der Erweiterung
um Ekel und Scham.

Reaktionen oder Aktionen, zum Beispiel auf Seiten einer Administration, verursachen, als Wut auf
dasselbe Ereignis. Des Weiteren ist auch die Realisierung in Text und die unterschiedliche Verwen-
dung in sich interessant.

In der Analyse von Emotionen in Text haben sowohl die Sentimentklassifikation, als auch die
aspektbezogene Analyse eine Entsprechung. Im Klassifikationsfall werden statt der Einordnung in
positiv und negativ typischerweise diskrete Klassen entsprechend der Basisemotionen, entweder in
einer Multilabel- oder einer Singlelabelformulierung, genutzt. Beispiele für die Verwendung der von
Ekman (1999) vorgeschlagenen Klassen sind die Arbeiten von Alm, Roth und Sproat (2005), Li,
Su u. a. (2017) und Strapparava und Mihalcea (2007). Die acht Emotionen des mittleren Rings des
Emotionsrads nach Plutchik (2001) wurden zum Beispiel von Mohammad, Zhu u. a. (2015) genutzt.
Abdul-Mageed und Ungar (2017) betrachtet unserer Kenntnis nach die größte Menge von Emotionen,
welche bisher genutzt wurde, nämlich alle 24 primären Emotionen, die in Plutchiks Modell genannt
werden.

Womöglich durch den Ursprung der Arbeiten zur Emotionsanalyse in Text in der Psychologie war
lange Zeit ein Arbeitsschwerpunkt die Erstellung von entsprechenden Wörterbüchern, bei denen diese
vom Kontext isoliert einer Emotion zugeordnet wurden. Beispiele sind das NRC Emotionswörterbuch
(Mohammad und Turney, 2013) oder WordNetAffect (Strapparava und Valitutti, 2004), wobei auch
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Stefanie hasst Frieda dafür, dass Niklas mit ihr Essen geht.

Subjective Phrase
Opinion Holder Target/Aspect

Reason/Aspect

Feeler
Emotion Cue

Target
Cause

Polarität = Negativ

Emotion = Wut

Abbildung 7 : Vergleich der strukturierten Sentimentanalyse (oben) und der strukturierten Emotionsanalyse
(unten).

eine bedeutende Methode und Ressource3 aus der psychologischen Forschung stammt (Chung und
Pennebaker, 2007).

Emotionskorpora existieren für verschiedene Domänen, von Nachrichtentexten (Strapparava und
Mihalcea, 2007) über Blogs (Aman und Szpakowicz, 2007) und Dialogen (Li, Su u. a., 2017), und
Literatur (Alm, Roth und Sproat, 2005) bis hin zu Tweets (Liu, Banea und Mihalcea, 2017; Mo-
hammad, 2012; Mohammad und Bravo-Marquez, 2017). Eine herausfordernde Domäne bildet das
ISEAR-Korpus (Scherer und Wallbott, 1997), bei dem Probanden gebeten wurden emotionale Ereig-
nisse kurz zu schildern, ab (Beispiele sind in Tabelle 4 zu finden). Dieses Korpus zeigt eine Herausfor-
derung aller Ansätze zur Emotionsanalyse: Implizite Beschreibungen sowie Ereignisbeschreibungen
ohne konkrete Emotionsworte sind schwierig zu interpretieren und lassen sich daher nicht direkt mit
Emotionen verknüpfen. Die Emotionstheorien der Psychologie bieten dazu zwar Ansätze, diese sind
aber bisher nicht in der komputationellen Linguistik genutzt worden.

Wir tragen zu dieser Situation ein automatisch generiertes Korpus von impliziten Emotionsnennun-
gen in Twitter, welcher in einem Shared-Task verwendet wurde, sowie ein deutsches und englisches
Korpus bei, welcher ähnlich wie ISEAR erzeugt wurde, wobei aber Crowdsourcing zum Einsatz kam.
Des Weiteren erstellen wir eine Ressource, in der die Art der Kommunikation der Emotion (Meel,
1995, z.B. Vokal, Mimik, Körperposen) annotiert ist, um zu untersuchen, wie die Verteilung die-
ser Modalitäten im Verhältnis zu den verschiedenen Emotionen in Literatur realisiert ist (Kim und
Klinger, 2019b).

Ähnlich wie Sentimentklassifikation hat auch Emotionsklassifikation bereits substantielle Aufmerk-
samkeit bekommen, wenn auch in geringerem Maße. Methodisch wurden verschiedene maschinelle
Klassifikationsverfahren verwendet, zum Beispiel Gated-Recurrent-Units (Abdul-Mageed und Ungar,
2017), Stützvektorverfahren und Naive-Bayes (Aman und Szpakowicz, 2007) oder auch Transferler-
nen (Felbo, Mislove u. a., 2017). Allerdings wurden bisher nicht die Mächtigkeit von neuronalen
Netzen und merkmalsbasierten Verfahren auf einem Korpus verglichen. Wir tragen dies ebenso bei
wie einen Vergleich verschiedener Adjudikationsstrategien und eine Analyse des Einflusses auf die
Modellperformanz.

Neben der Emotionsklassifikation wurde vor kurzem als Erweiterung die Vorhersage der Intensität
einer gegebenen Emotion in einem Tweet als Aufgabe vorgeschlagen. In zwei Shared-Tasks wurden
hierzu Arbeitsgruppen eingeladen, Systeme zu entwickeln (Mohammad und Bravo-Marquez, 2017;
Mohammad, Bravo-Marquez u. a., 2018). Wir tragen hier ein automatisches System bei, mit dem
wir in der erstgenannten Iteration des Shared-Tasks den zweiten Platz belegten.

3 Linguistic Inquiry and Word Count (LIWC), http://www.liwc.net/
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1.4.4 Strukturierte Emotionsanalyse

Die Entsprechung der aspektbezogenen Sentimentanalyse in der Emotionsanalyse verlangt nach einer
Generalisierung der verwendeten Rollen. Statt nur von einem Aspekt zu sprechen wird nun generel-
ler eine Ursache untersucht und eine Emotion kann sich auch auf ein Ziel richten, welches nicht
die Ursache darstellt. Des Weiteren sprechen wir von einer Fühlenden statt einem Meinungsträger
(wobei wir letzteres in dieser Arbeit nicht diskutieren, wir verweisen die interessierte Leserin auf Ku,
Lee und Chen (2009), Wiegand, Bocionek und Ruppenhofer (2016), Wiegand und Klakow (2010)
und Wiegand, Schulder und Ruppenhofer (2015)). Ein Beispiel des Vergleichs von strukturierter
Sentiment- und Emotionsanalyse wird in Abbildung 7 gezeigt. Annotierte Beispiele finden sich in
Tabelle 5.

Wie auch die aspektbezogene Sentimentanalyse ermöglicht diese strukturierte Emotionsanalyse
weitere Fragestellungen, die automatisch beantwortet werden können. Zum Beispiel wäre die Erken-
nung, dass bestimmte Figuren in einem Text ängstlich sind, ohne eine solche Strukturierung nicht
möglich.

Die Arbeiten in diesem Forschungsbereich sind spärlich. Das einzige uns bekannte Korpus, wel-
ches mit allen drei dieser Rollen annotiert ist, wurde von Mohammad, Zhu u. a. (2015) vorgestellt,
wobei die Domäne, aus der die Texte stammen, recht eng definiert ist. Die Daten von Ghazi, Inkpen
und Szpakowicz (2015) enthalten Ursachenannotationen. Interessanterweise sind Emotionsursachen-
annotationen in anderen Sprachen als Englisch weiter verbreitet: Russo, Caselli u. a. (2011) erstellt
ein Korpus in Italienisch, Gui, Xu u. a. (2016) und Mei, Ying u. a. (2012) erstellen solche Korpora
für Chinesisch. Die letzten beiden Ressourcen werden auch bereits für Modellierungsuntersuchun-
gen genutzt. Chen, Zong und Su (2010) nutzt einen regelbasierten Ansatz und Gui, Hu u. a. (2017)
formuliert das Problem als Question-Answering-Aufgabe.

Wir tragen zu dieser Situation zunächst unser englisches Literaturkorpus REMAN (Relational
Emotion Annotation for Fiction) bei, bei dem all diese Rollen annotiert sind. Ein Modellierungsex-
periment zeigt auf, dass die Vorhersage von Ereignisbeschreibungen in der Rolle der Ursache (also
eine Segmentierungsaufgabe von potentiell langen Spannen) nicht hinreichend funktioniert, was uns
zu der Vereinfachung als Charakterrelationsproblem führt (was wir als Klassifikationsproblem mo-
dellieren, bei dem zwei gegebene Charaktere bezüglich ihrer Emotionsrelation eingeordnet werden,
siehe Abschnitt 2.3.2). Wir untersuchen weiterhin, inwieweit die gemeinsame Modellierung der ver-
schiedenen Rollen zu einem Performanzgewinn führt.

1.4.5 Mehrsprachige Sentiment- und Emotionsanalyse

Während wir bisher davon ausgegangen sind, dass eine Trainingsmenge zur Schätzung der Vorher-
sagefunktion aus derselben Sprache stammt wie die Texte, auf die die Funktion später angewendet
werden soll, folgt hieraus eine Einschränkung: Annotierte Daten müssen für die jeweilige Zielsprache
zur Verfügung stehen. Falls das nicht der Fall ist, müssen Verfahren entwickelt werden, welche ein
Modell aus einer Sprache auf eine andere übertragen können, auch wenn keine Trainingsdaten in
der Zielsprache existieren (hierbei handelt es sich um die Verwendung von Methoden der Domänen-
adaptation bzw. des Transferlernens (Pan und Yang, 2009)). Wir betrachten hier Ansätze für die
Übertragung von Klassifikationsmodellen in Sentiment und aspektbezogener Sentimentanalyse und
Emotionsklassifikation.

Sentimentklassifikation. Zu der Übertragung von Sentimentklassifikationsmodellen von einer Spra-
che auf eine andere wurden in der Vergangenheit verschiedene Ansätze untersucht. Diese umfassen
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Text Segment Role

And if this was a necessary preparation for
what, should follow, I would be the very
last to complain of it. We went to bed
again, and the forsaken child of some
half-animal mother, now perhaps asleep in
some filthy lodging for tramps, lay in my
Ethelwyn’s bosom. I loved her the more for
it; though, I confess, it would have been
very painful to me had she shown it
possible for her to treat the baby otherwise,
especially after what we had been talking
about that same evening.

I Feeler
forsaken emotion expression, sadness
child target, experiencer
half-animal emotion expression, disgust
mother target, cause
filthy emotion expression, disgust
lodging for tramps target, cause

So we had another child in the house, and
nobody knew anything about it but
ourselves two. The household had never
been disturbed by all the going and coming.
After everything had been done for her, we
had a good laugh over the whole matter,
and then Ethelwyn fell a-crying.

The household experiencer
disturbed other emotion
all the going and coming cause

What a provoking man you are! You know
what I mean well enough.

provoking emotion expression, anger
man cause
I experiencer

Tabelle 5 : Beispiele aus dem REMAN Korpus, Relationsnamen wurden zur Vereinfachten Darstellung auf
die Sequenzen abgebildet (Kim und Klinger, 2018).

die Verwendung von maschineller Übersetzung (Balahur und Turchi, 2012), um annotierte Daten
in einer anderen Sprache als der, in der annotiert wurde, zu generieren, wie auch Verfahren, wel-
che automatisch die Übertragung auf eine andere Sprache mit Hilfe von Domänenadaptation lernen
(Prettenhofer und Stein, 2011), die Modelle delexikalisieren (Almeida, Pinto u. a., 2015) oder mehr-
sprachige Worteinbettungen nutzen oder generieren (Artetxe, Labaka und Agirre, 2016; Hermann
und Blunsom, 2014; Mikolov, Le und Sutskever, 2013; Zhou, Wan und Xiao, 2015). Unsere Hypo-
these in unserer Arbeit ist (siehe Abschnitt 2.2.1), dass maschinelle Übersetzung zu teuer ist, um
tatsächlich in ressourcenschwachen Sprachen angewendet zu werden und schlagen daher einen Ansatz
vor, in dem zum einen die ursprünglichen Einbettungen nicht verändert werden und zum anderen
eine Projektion in einen gemeinsamen Repräsentationsraum so optimiert werden kann, dass er Sen-
timent wie auch die sprachlichen Ähnlichkeiten angemessen abbildet. Wir werden sehen, dass unsere
Verfahren besser funktionieren, als Methoden, welche vergleichbare Annahmen über die verfügbaren
Ressourcen machen, allerdings nicht besser, als der Einsatz statistischer Übersetzungsverfahren.

Aspektbasierte Sentimentanalyse. Während einige Arbeiten im Sentimentklassifikationsfall exis-
tieren, sind vor unseren Studien nur wenige Ansätze zur aspektbasierten Übertragung von Sentiment-
analyseverfahren zwischen Sprachen erschienen. Eine Ausnahme ist der CLOpinionMiner (Zhou, Wan
und Xiao, 2015), welcher englische Texte nach Chinesisch übersetzt und diese weiter mit Hilfe von
Kotraining optimiert. Xu, Gui u. a. (2013) verwenden Selftraining und Annotationsprojektion, um
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Meinungsträger auch in Chinesisch zu erkennen, wobei das annotierte Korpus in Englisch vorliegt.
Wir stellen in dieser Arbeit zwei Ansätze zu aspektbasierter Sentimentanalyse vor. Zum einen

ist dies die Übertragung unseres Modells zur gemeinsamen Erkennung von Aspekten und evaluie-
renden Phrasen mittels maschineller Übersetzung und Annotationsprojektion. Hierbei untersuchen
wir, inwieweit die Übersetzungqualität Einfluss auf das System in der Zielsprache hat. Des Wei-
teren erweitern wir unser mehrsprachiges Sentimentklassifikationsmodell um die Verwendung von
vordefinierten Aspekten. Beide Verfahren werden in Abschnitt 2.2.2 vorgestellt.

Emotionsklassifikation. Zu der mehrsprachigen Emotionsklassifikation existieren bisher nahezu
keine Arbeiten. Es wurde zwar untersucht, inwieweit der Emotionsgehalt bei der maschinellen und
der menschlichen Übersetzung erhalten bleibt (Kajava und Öhman, 2019; Öhman, Honkela und Tie-
demann, 2016; Öhman, Kajava u. a., 2018; Rabinovich, Patel u. a., 2017), allerdings wurden diese
Erkenntnisse bisher nur im Ansatz in Modelle übertragen. Arbeiten zu der automatischen Übertra-
gung von Emotionen zwischen Sprachen existieren fast gar nicht, mit der Ausnahme von Becker,
Moreira und Santos (2017), welche verschiedene Klassifikationsverfahren auf eigens erstellten Nach-
richtenkorpora vergleichen.

Wir tragen hierzu ein vergleichbares Korpus in Deutsch und Englisch bei, welches im Stil der
ISEAR-Studie erstellt wurde und untersuchen die Übertragung eines Modells mit Hilfe von maschi-
neller Übersetzung (Troiano, Padó und Klinger, 2019).

Strukturierte Emotionsklassifikation. Zu der Übertragung von Systemen zwischen Sprachen, wel-
che Rollen im Kontext von Emotionen erkennen, gibt es bisher keine Vorarbeiten. Weiterhin haben
die (wenigen) Arbeiten zur monolingualen Rollenerkennung noch nicht zu zufriedenstellenden Ergeb-
nissen geführt (wie wir in Abschnitt 1.4.4 schon angesprochen haben), so dass wir uns zunächst auf
den monolingualen Fall konzentrieren und die Übertragung zwischen verschiedenen Sprachen als ein
Thema sehen, welches außerhalb dieser Habilitationsarbeit angesiedelt ist.

1.4.6 Ironie, Sarkasmus und Satire

Ironie, Sarkasmus und Satire verwenden häufig besonders emotionsgeladene Formulierungen und
erzeugen Erwartungen, welche dann im Anschluss, insbesondere mit einer humoristischen Intention,
verletzt werden. Somit sind diese Themen mit der Modellierung von Affekt verwandt, aber nicht mit
ihnen identisch. Komputationelle Ironie und Sarkasmuserkennung verfolgt zwei Ziele. Das erste ist
es, die Interpretation von Texten (also auch von Sentiment und Emotion) korrekt ihrer Bedeutung
entsprechend durchzuführen und nicht von der wörtlichen Aussage irritiert zu werden. Es ist bekannt,
dass die spezifische Behandlung von Ironie und Sarkasmus die Sentimentanalyse verbessern können
(Ghosh, Li u. a., 2015; Maynard und Greenwood, 2014; Van Hee, Lefever und Hoste, 2015). Das
zweite Ziel ist es, mit Hilfe der komputationellen Modellierung ein besser Verständnis zu erlangen
und Theorien zu hinterfragen.

Die Begriffe Ironie und Sarkasmus bezeichnen beide Stilmittel, bei denen die Erwartung eines
Lesers und Betrachters verletzt wird. In beiden Fällen wird häufig eine humoristische Komponente
erwartet. Diese Formulierung wurde so von Utsumi (1996) als Implicit Display Theory of Verbal
Irony vorgeschlagen. Ironie kann auch nicht-verbal auftreten, während dies bei Sarkasmus vermutlich
nicht beobachtet werden kann – hier ist eine verletzende, auf eine Person, eine Gruppe oder ein
Objekt gerichtete Komponente notwendigerweise vorhanden und stellt die spezifische Eigenschaft
von Sarkasmus im Vergleich zu dem generelleren Stilmittel der Ironie dar (Kreuz und Glucksberg,
1989; Rajadesingan, Zafarani und Liu, 2015; Reyes, Rosso und Veale, 2013).
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Abbildung 8 : Beispiel 1 einer ironischen Beurteilung, von https://www.amazon.com/gp/customer-reviews/
R1O7RLDLVICKLM

Abbildung 9 : Beispiel 2 einer ironischen Beurteilung, von https://www.amazon.com/gp/customer-reviews/
R29EKCU0TMWWUG

Häufig werden die Begriffe Ironie und Sarkasmus allerdings austauschbar verwendet (Clift, 1999),
und es wird in der Regel von einer hohen Ähnlichkeit der Begriffe Ironie, Sarkasmus und Satire
ausgegangen (Ptáek, Habernal und Hong, 2014).

Filatova (2012) hat eines der ersten frei verwendbaren Korpora, welcher bezüglich des Auftretens
von Ironie und Sarkasmus (ohne eine Grenze zwischen den beiden Konzepten zu ziehen) annotiert
wurde, veröffentlicht (Beispiele solcher Reviews sind in Abbildung 8 und 9 zu sehen). Es handelte
sich hierbei um Amazonbeurteilungen, wobei auch Metadaten mit zur Verfügung gestellt sind. Dies
unterstützte erstmalig die Möglichkeit, zu untersuchen, welche linguistischen Charakteristika wie
auch bestimmte Muster bezüglich des Sentiments tatsächlich eine Rolle spielen, um Ironie/Sarkasmus
zu identifizieren. Wir haben hierzu eine umfangreiche Merkmalsanalyse von bisher in der Literatur
vorgeschlagenen Aspekten durchgeführt, um erstmalig ein Verständnis der Bedeutung von solchen
manuell entwickelten Charakteristika von Ironie und Sarkasmus in einem prädiktiven Modell zu
erlangen.

Weiterhin untersuchen wir die tatsächliche Austauschbarkeit der Begriffe Ironie und Sarkasmus,
wobei wir uns auf durch Twitternutzer selbst markierte Beiträge (mit Hilfe von Hashtags) verlassen.
Wir untersuchen, ob solche Beiträge komputationell unterschieden werden können. Dies ist unter
anderem durch die weitestgehend manuelle Korpusanalyse von Wang (2013) motiviert, welche zwar
interessante Ergebnisse bezüglich der Verwendung von Sarkasmus und Ironie vorstellt, diese aller-
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dings nicht weiter mit Hilfe von automatischen Klassifikationsverfahren untersucht.
Ironie, Sarkasmus und ein recht hoher Gehalt an Emotionen finden sich in Satire wieder, einem

Stilmittel, bei dem mit Hilfe von Humor und häufig auch Sarkasmus und Ironie auf gesellschaftliche
Probleme hingewiesen werden soll (cf. Sulzer, 1771, p. 995ff.). Die automatische Erkennung von
Satire in deutschen Nachrichtentexten behandeln wir in McHardy, Adel und Klinger (2019).4 Hier
modellieren wir Satire allerdings im Gegensatz zu Buschmeier, Cimiano und Klinger (2014) und Ling
und Klinger (2016) nicht auf Basis von ausgewählten Merkmalen, welche wir dann analysieren, um
ein besseres Verständnis des Phänomens zu erlangen, sondern gehen einen anderen Weg, der mit den
aktuellen Veränderungen von modernen Klassifikationsverfahren ermöglicht wurde: Wir erstellen ein
großes annotiertes Korpus auf Basis der Publikationsquelle (satirische Internetseite oder reguläre
Internetseite) und trainieren ein Deep-Learning-Modell mit einem Attention-Mechanismus, den wir
im Anschluss untersuchen, um ein besseres Verständnis zu erlangen, was das Modell gelernt hat.
Die Forschungsfrage ist, ob das Satiremodell tatsächlich Satiremerkmale repräsentiert oder nur lernt,
aus welcher Publikationsquelle ein Artikel stammt. Unter der Annahme, dass das Modell tatsächlich
Satireeigenschaften lernt, ermöglicht dies dann in einem weiteren Schritt die Modellintrospektion,
um ein tieferes Verständnis der Verwendung von Satire zu erlangen.

1.5 Anwendungen und Methodische Generalisierung

Die bisher genannten Themen haben wir zwar mit der Notwendigkeit, Sentiment und Emotionen
in Text zu modellieren, motiviert, allerdings bisher noch wenige konkrete Anwendungen vorgestellt,
welche potentiell von solchen Methoden profitieren. Im Folgenden sprechen wir Anwendungen aus
dem Bereich der Politikwissenschaften, der Marktanalyse sowie der Literaturanalyse an. Des Weite-
ren weisen wir auf unseren grundlegenderen Ansatz zur Relationserkennung hin, welcher über die
Vorhersage von Strukturen im Kontext von Affektive Computing hinausgeht.

Rechtsradikalismuserkennung. Zunächst behandeln wir die Erkennung von möglicherweise rechts-
radikal eingestellten Personen in sozialen Medien. Rechtsradikalität tritt in der Regel mit aggressivem
Verhalten auf und geht mit zugrundeliegenden Einstellungen von Fremdenfeindlichkeit, Rassismus,
Antisemitismus, Sozialdarwinismus und Nationalchauvinismus sowie der Verherrlichung des histo-
rischen Nationalsozialismus und der Unterstützung von Diktaturen einher (Stöss, 2010). Bisherige
verwandte Arbeiten haben zum einen entsprechende Gruppen in Facebook identifiziert (Ting, Chi
u. a., 2013) oder bestimmte Nachrichten erkannt, welche vordefinierten Kriterien genügen. Ashcroft,
Fisher u. a. (2015) und Wei, Singh und Martin (2016) sind zum Beispiel an dschihadistischen Inhal-
ten interessiert, Scanlon und Gerber (2014) an Recruitmentaktivitäten extremistischer Vereinigungen.
Es wurden weiterhin Methoden entwickelt um ISIS- (Ferrara, Wang u. a., 2016) oder Dschihadismus-
Unterstützer (Kaati, Omer u. a., 2015; Wei und Singh, 2017) zu identifizieren.

Wir behandeln die Erkennung von rechtsextremistisch eingestellten Personen in Twitter, wobei
wir zum einen wortbasierte Verfahren einsetzen, diese aber mit Methoden vergleichen, welche den
durchschnittlichen Emotionsgehalt von Nachrichten mit als Signal nutzen. Dieser Ansatz erlaubt uns,
unsere Hypothese zu untersuchen, dass die Verteilung von Emotionen in Nachrichten rechtsradikal
eingestellter Person anders ist, als im Durchschnitt der Bevölkerung.

Marktanalyse. Die Analyse von Sentiment in Produktbeschreibungen und -bewertungen hat be-
reits einen Wert, um besonders positive oder negative Bewertungen oder solche von bestimmten
Aspekten zur Entscheidungsfindung herauszusuchen. Ein Beispiel einer solchen Aggregation ist die
4 Die Forschungsfrage und Methode wurde von mir entwickelt. Die Arbeit wurde von mir angeleitet.
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Arbeit von Hu und Liu (2004), welche Zusammenfassungen aus großen Mengen von Produktbeurtei-
lungen erstellen. Ein weiterer Aggregationsschritt wäre die Erstellung von Ranglisten von Produkten,
welche ebenfalls für potentielle Kunden und Werbetreibende informativ wäre. Wir untersuchen, ob
solche Listen mit Hilfe von aspektbasierter Sentimentanalyse erstellt werden können und analysieren
den Informationsgehalt der verschiedenen Aspektnennungen. Wir formulieren diese Aufgabe, in dem
wir Verkaufsrangordnungen mit Sentimentinformation approximieren.

Literaturwissenschaften. In dem vorherigen Absatz haben wir Produktrangordnungen auch zur
Evaluation von Sentimentanalysesystemen beurteilt. Ähnlich nutzen wir für die Literaturanalyse die
außertextuelle Variable des Genres, um deren Zusammenhang mit dem Verlauf von Emotionen zu
untersuchen. Unsere Hypothese ist hierbei, dass Texte verschiedener Genres unterschiedliche Emoti-
onsverläufe zeigen.

Bisherige Arbeiten unterschieden zwischen stilbasierten und inhaltsbasierten Ansätzen. Stilisti-
sche Verfahren nutzen zum Beispiel Frequenzen von Funktionswörtern, Interpunktion und Wortarten
(Feldman, Marin u. a., 2009; Karlgren und Cutting, 1994; Kessler, Nunberg und Schutze, 1997; Sta-
matatos, Fakotakis und Kokkinakis, 2000). Inhaltsbasierte Verfahren nutzen lexikalische Informatio-
nen, zum Beispiel durch die Verwendung von Topic-Models (Hettinger, Becker u. a., 2015; Hettinger,
Jannidis u. a., 2016; Karlgren und Cutting, 1994). Die einzige vorhergehende Arbeit, welche Emoti-
onssequenzen im Kontext von Genre betrachtet ist Samothrakis und Fasli (2015). In Gegensatz zu
dieser zeigen wir zum einen auch in einem Bag-of-Words-Ansatz, dass Emotionsworte (in Form einer
Schnittmenge der auftretenden Worte mit einem Emotionswörterbuch) ähnliche Vorhersagequalität
liefern, wie ein Ansatz, der alle Worte betrachtet. Des Weiteren untersuchen wir die Emotionsver-
läufe in größerem Detail und verknüpfen die Erkenntnisse mit einer qualitativen Analyse typischer
und untypischer Texte.

Generelle Deklarative Relationserkennung. Während die drei oben genannten Arbeiten An-
wendungen sind, welche durch Affective Computing verbessert werden, stellt noch eine weitere Me-
thode einen Anteil dieser Habilitationsarbeit dar, welcher eine methodische Generalisierung ist. Die
Motivation dieser Arbeit war, dass es auf der einen Seite verschiedene Werkzeuge gibt, welche die
Entwicklung genereller maschineller Lernverfahren unterstützen, wie zum Beispiel Deep-Learning-
Bibliotheken (zum Beispiel Theano5, PyTorch6, Keras7 oder TensorFlow8) oder Bibliotheken zur
Modellierung von probabilistischen Modellen, wie Alchemy9 oder Factorie10. Diese Methoden sind
allerdings, je nach Anwendungsfall, nicht leicht zugänglich und in der Regel von Domänenexperten
ohne spezifische technische Ausbildung nur schwer zugänglich.

Auf der anderen Seite existieren nur wenige Bibliotheken, welche relationale Informationsextrakti-
on spezifisch behandeln. Dies führt dazu, dass Modelle für die relationale Informationsextraktion, wie
sie auch die strukturierte Sentiment- und Emotionsanalyse darstellt, häufig sehr spezifische Entwick-
lungen darstellen, welche schwierig auf andere Domänen übertragbar sind. Diese Situation möchten
wir mit DeRE (Adel, Bostan u. a., 2018) verbessern, welches die Aufgabenspezifikation und Modell-
spezifikation trennt. Dies ermöglicht dann zum Beispiel eine einfachere Verwendung eines Modells,
welches für eine Problemstellung entwickelt wurde, auf einem anderen Problem. Dies wiederrum
unterstützt den Transfer von Methodenwissen zwischen verschiedenen Anwendungsdomänen.
5 http://deeplearning.net/software/theano/
6 https://pytorch.org/
7 https://keras.io/
8 https://www.tensorflow.org/
9 http://alchemy.cs.washington.edu/
10 http://factorie.cs.umass.edu/
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2 Modellierung

Im Folgenden stelle ich nun meine jeweiligen Beiträge der verschiedenen Aspekte vor (vgl. auch
Abbildung 4). In Abschnitt 2.1.1 diskutieren wir den Ausgangspunkt der Arbeiten sowie die Beiträge
zu monolingualer Sentimentklassifikation zusammen mit Domänenadaptation. In Abschnitt 2.1.2
erweitern wir diese Arbeiten zu aspektbezogener Sentimentanalyse mit Hilfe von probabilistischen
Modellen sowie Deep-Learning.

In den Abschnitten 2.2.1 und 2.2.2 werden die Arbeiten auf mehrere Sprachen übertragen, zum
einen mit Hilfe einer Projektion von semantischen Repräsentationen (Einbettungen) und mit Hilfe von
maschineller Übersetzung von Annotationsprojektion zur Erstellung von annotierten Daten, welche
dann mit probabilistischen Modellen genutzt werden.

Danach erweitern wir die Fragestellungen auf Emotionsanalyse, zunächst auf monolinguale Emoti-
onsklassifikation (und Regression) in Abschnitt 2.3.1. Dies wird in Abschnitt 2.3.2 auf strukturierte
Emotionsanalyse übertragen. Erste Ansätze zu mehrsprachiger Emotionsanalyse finden sich in Ab-
schnitt 2.4.

In Abschnitt 2.5.1 besprechen wir Ironie, Sarkasmus und Satireerkennung, in Abschnitt 2.5.2
eine deklarative Modellierungssprache für Relationserkennungsmodelle und in Abschnitt 2.5.3 noch
verschiedene Anwendungen im Kontext von Sentiment- und Emotionsanalyse.

Abschnitt 3 fasst die Beiträge dieser Arbeit zusammen und gibt einen kurzen Ausblick.

2.1 Monolinguale Sentimentanalyse

2.1.1 Sentimentklassifikation

Sentimentklassifikation ist vielfältig bearbeitet worden, so dass wir den Schwerpunkt in dieser Ha-
bilitationsarbeit nicht auf diese Problemstellung legen. Allerdings stellte sich die Situation mit dem
Aufkommen von neuen Deep-Learning Verfahren so dar, dass verschiedene Korpora etabliert wa-
ren, welche zur Evaluierung von Sentimentklassifikationsverfahren genutzt wurden. Weiterhin wurde
aber von jeweiligen Autoren neuer Modelle nur eine Auswahl dieser Korpora genutzt, so dass ei-
ne Vergleichbarkeit nur eingeschränkt gegeben war. Tabelle 2 auf Seite 7 zeigt, wie spärlich die
Methoden-Korpusmatrix besetzt war.

Auf Basis dieses Standes der Technik reimplementierten wir eine Auswahl von Verfahren, welche
vielversprechende Ergebnisse liefern, und zwar die Durchschnittsbildung der Einbettungen (Faruqui,
Dodge u. a., 2015), Retrofitting (Faruqui, Dodge u. a., 2015), die Optimierung der Einbettungen zur
Repräsentation von Sentiment gemeinsam mit syntaktischer und genereller semantischer Informati-
on (Tang, Wei u. a., 2014), sowie Lstm, BiLSTM, Cnn Modelle (Barnes, Klinger und Schulte im
Walde, 2017)11. Die zu untersuchende Forschungsfrage war, ob bestimmte Verfahren auf bestimm-
ten Korpora durchgehend bessere Ergebnisse liefern. Des Weiteren betrachten wir den Einfluss der
Einbettungsdimension.

Im Durchschnitt zeigen BiLSTM-Modelle die beste Performanz. Ein weiteres Ergebnis ist, dass
Modelle mit höherer Einbettungsdimension in der Regel zu besseren Ergebnissen führen. Im Ge-
gensatz zu den zum Beispiel recht häufig genutzten 300-dimensionalen Einbettungen führen 600
Dimensionen durchgehend zu besseren Ergebnissen. Wir schließen daraus, dass eine Erstellung von
vortrainierten Einbettungen in Zukunft höhere Dimensionen betrachten sollte. Für Details verweisen
wir auf Tabelle 3 in Barnes, Klinger und Schulte im Walde (2017).

11 Mein Anteil an dieser Arbeit war die Motivation der Studie, das Studiendesign sowie in Teilen die Auswahl der
Daten und Methoden. Die praktische Durchführung der Experimente lag bei Jeremy Barnes.
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Neben der Untersuchung von existierenden Verfahren auf verschiedenen Korpora ergibt sich daraus
auch direkt die Frage, ob ein Modell insbesondere bei stark unterschiedlichen Domänen außerhalb der
Anwendungsdomäne geschätzt werden kann, oder ob dies zu einem prohibitiven Performanzverlust
führt (Barnes, Klinger und Schulte im Walde, 2018b).12 Dieses sogenannte Problem der Domänen-
adaptation wird in den letzten Jahren insbesondere mit Transferlernen bearbeitet, in deren Klasse
auch unser Verfahren eingeordnet werden kann, welches gemeinsam die Wortähnlichkeit zwischen
bekanntermaßen vergleichbaren Worten in der Quelldomäne und der Zieldomäne so weit wie mög-
lich beibehält, aber dabei die Wortrepräsentation so optimiert, dass Polaritäten (also positive und
negativ konnotierte Worte) unterscheidbar werden.13 In einigen Domänenkombinationen stellt un-
ser Verfahren einen neuen Stand der Technik dar (Barnes, Klinger und Schulte im Walde, 2018b,
Abbildungen 2 und 3). Dies ist insbesondere bei Domänenpaaren der Fall, die von einer höheren
Unähnlichkeit geprägt sind.

2.1.2 Aspektbasierte Sentimentanalyse

Die meisten Arbeiten zu aspektbasierter Sentimentanalyse nutzen Korpora im Englischen, da die
Menge an annotierten Ressourcen in anderen Sprachen nur gering ist. Um diese Situation zu ver-
bessern haben wir zwei weitere Korpora entwickelt. Dies ist zunächst das USAGE-Korpus (Bielefeld
University Sentiment Analysis Corpus for German and English), in dem wir evaluierende, subjek-
tive Phrasen inklusive ihrer Polarität im Kontext mit einer Aspektnennung annotierten (Klinger
und Cimiano, 2014).14 Hier wurden Amazon-Beurteilungen als Basis genutzt, welche aus verschie-
denen Produktkategorien stammen. Der SCARE-Korpus (The Sentiment Corpus of App Reviews
with Fine-grained Annotations in German) folgt derselben Annotationsrichtlinie und enthält deut-
sche Beurteilungen aus dem Google-Play-App-Store (Sänger, Leser u. a., 2016a).15 Beispiele aus
dem USAGE-Korpus und aus dem SCARE-Korpus finden sich in Tabelle 3. Das USAGE-Korpus
und das SCARE-Korpus stellen damit eines der wenigen auf diese Weise annotierten Ressourcen im
Deutschen dar (das einzige weitere vergleichbare Korpus ist das MLSA-Korpus, Clematide, Gindl
u. a. (2012)). Eine Erweiterung des USAGE-Korpus wurde auch in einem Shared-Task verwendet
(Ruppenhofer, Klinger u. a., 2014)16. USAGE und SCARE-Korpus wurden in verschiedenen weite-
ren Arbeiten verwendet (Deng, Declerck u. a., 2016; Jebbara und Cimiano, 2016; Monett und Stolte,
2016; Shah, Sirts und Pfahl, 2019; Sonntag und Stede, 2014; Sun, Wu u. a., 2017; Vilares, Alonso
und Gmez-Rodrguez, 2017, i. a.).

Auf den genannten Korpora (Kessler, Eckert u. a., 2010; Spina, Meij u. a., 2012b) war zu dem Ent-
wicklungszeitpunkt die Arbeit von Jakob und Gurevych (2010) der aktuelle Stand der Forschung zur
komputationellen Modellierung. Diese verwenden ein Linear-Chain-Conditional-Random-Field (Laf-
ferty, McCallum und Pereira, 2001) zur Identifikation von Aspekten. In dieser Arbeit wird von der
bereits vorhandenen Kenntnis von evaluierenden Phrasen ausgegangen. Die Ergebnisse suggerieren,
dass diese Modellierung im Vergleich zur isolierten Erkennung vorteilhaft ist, also die grammatikali-
sche Relation zwischen Aspekten und evaluierenden Phrasen hilfreich ist.

Im Vergleich zu dieser Arbeit entwickelten wir ein komplexeres probabilistisches graphisches Mo-

12 Ich habe die Forschungsfrage definiert, vorgeschlagen die entwickelte Methode zur Domänenadaptation zu ver-
wenden, war bei der Entwicklung der Methode maßgeblich beteiligt und habe die Experimente mitgestaltet.

13 Einbettungen neigen durch den ähnlichen Kontext positiver und negativer Worte ohne besondere Behandlung
dazu, dass sich solche Begriffe in den Repräsentationen sehr ähnlich sind.

14 Die gesamte Arbeit wurde von mir durchgeführt. Die Annotation wurde durch zwei Hilfskräfte unterstützt.
15 Die Annotation wurde durch einen von mir angeleiteten Studenten angeleitet und durchgeführt.
16 Der Teil des Shared-Tasks der sich mit dieser Aufgabe beschäftigte wurde vollständig durch mich organisiert. Die

Datenannotation wurde durch mich angeleitet.
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Aspekt Evaluation

The battery life of this camera is too short.
Aspekt

Abbildung 10 : Beispielhaft ausgerollter Faktorgraph des in Klinger und Cimiano (2013a) vorgeschlagenen
Modells.

dell, welches nicht nur lineare Abhängigkeiten direkt aufeinanderfolgender vorherzusagender Varia-
blen in der Wortsequenz betrachten kann. Stattdessen werden auch Relationen zwischen Aspekten
und evaluierenden Phrasen sowie deren Polarität explizit über größere Entfernungen modelliert (Klin-
ger und Cimiano, 2013a). Diese Erweiterung über eine lineare Kette hinaus ist notwendig, um zum
einen entfernte Zusammenhänge, die über die Beschränkung der Markovbedingung hinaus gehen, zu
betrachten. Zum anderen werden so auch Eigenschaften innerhalb einer Entität messbar, wie zum
Beispiel den Beginn und das Ende einer evaluierenden Phrase oder eines Aspekts, unabhängig von
der Anzahl der enthaltenen Worte.

Das probabilistische graphische Modell basiert auf zwei verschiedenen Arten von Faktoren: (1) Ein
Faktortyp misst die Güte einer subjektiven evaluierenden Phrase mit ihrer Polarität sowie die Güte
einer Aspektphrase. (2) Ein weiterer Faktortyp misst die Wahrscheinlichkeit, dass zwischen einer
subjektiven Phrase und einer Aspektphrase eine Relation besteht. Diese Faktoren sind in Abbil-
dung 10 illustriert. Faktor 1 (in violett in der Abbildung dargestellt) nutzt die Zeichenfolge, die
Wortklasse und den Kontext als Merkmal, Faktor 2 (blau) den Abstand der Phrasen voneinander so-
wie Eigenschaften des kürzesten Dependenzpfades. Durch eine Markov-chain-Monte-Carlo-Inferenz
werden sowohl für die Vorhersage der Phrasen sowie der Relationen beide Faktoren genutzt. Hierbei
ist entscheidend, dass Aspektphrasen immer zusammen mit einer Relation vorhergesagt werden und
in einem Samplingschritt nicht isoliert existieren können.

Diese Inferenz stellt eine Instanz der gemeinsamen Modellierung von Teilproblemen dar. Abbil-
dung 11 zeigt die Ergebnisse für den Teil des Korpus, der sich auf Automobile fokussiert (die Ergeb-
nisse für Kameras sind vergleichbar). Wir sehen, dass die Vorhersage von Aspekten ohne Kenntnis der
evaluierenden subjektiven Phrasen bei 32 % F1 liegt (blaue Balken im zweiten Block). Unter Kennt-
nis der korrekten evaluierenden Phrasen steigt dieser Wert auf 58 % F1 (dritter Block). Andersherum
ist die Vorhersage von evaluierenden Phrasen ohne Kenntnis von Aspekten mit 54 % F1 möglich (ers-
ter Block), wobei die Kenntnis der annotierten Aspekte 65 % F1 ermöglicht (vierter Block). Somit ist
die gemeinsame Inferenz der Aspektvorhersage und der evaluierenden Phrasen sinnvoll. Wenn statt
der korrekten Annotation eine Vorhersage eingesetzt wird, ist der Effekt weniger deutlich, kann aber
weiterhin beobachtet werden. Neben dieser Erkenntnis ist das vorgeschlagene Modell besser, als das
bisher beste Modell: Der dritte Block in der Abbildung ist bezüglich des experimentellen Designs
vergleichbar zu dem fünften Block. Das neue Modell erreicht also 58 % F1 statt 50 % F1 von Jakob
und Gurevych (2010).

In dieser Arbeit wurde nur die Qualität der Phrasenvorhersagen gemessen, auch wenn die Relation
zwischen diesen mitbetrachtet wurde. Die explizite Modellierung und ihr Beitrag wurde in einer
darauffolgenden Publikation untersucht (Klinger und Cimiano, 2013b).17 Hier stellt sich heraus,
dass ein zusätzlicher Vorteil in der Aspektvorhersage beobachtet werden kann. Eine gemeinsame

17 Die gesamte Arbeit wurde von mir durchgeführt.
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Abbildung 11 : Ergebnisse des in Klinger und Cimiano (2013a) vorgestellten Modells auf dem Auto-Teilkorpus
von Kessler, Eckert u. a. (2010).

Modellierung trägt allerdings nicht positiv zu der Relationsvorhersage bei. Diese Arbeiten stellen
auch nach aktuellem Forschungsstand eine Ausnahme dar, da nach wie vor die meisten Ansätze von
der Erkennung von Aspekten in einem Vorverarbeitungsschritt ausgehen. Wir haben jedoch hier
gezeigt, dass es durchaus sinnvoll ist, beide Probleme gemeinsam zu modellieren.

Eine weitere Arbeit zu dem Thema umfasst Vorhersagen auf unserem SCARE-Korpus (Sänger,
Leser und Klinger, 2017). Die Forschungsfrage war hier, inwieweit aus Einbettungen eine Merkmals-
menge erstellt werden kann, welche die Vorhersagequalität in einem einfachen linearen Segmentie-
rungsmodel verbessert.18 Unsere Ergebnisse zeigen, dass eine Verbesserung mit generellen Wikipedia-
Einbettungen nur für subjektive Phrasen beobachtet wird. Um auch eine Verbesserung der Erken-
nung von Aspektphrasen zu erreichen, mussten domänenspezifische Einbettungen auf Google-Play-
Reviews erstellt werden. Dies ist schlüssig, sind Aspekte doch viel eher domänenspezifisch (z.B. „Mo-
tor“, „Lautstärke“, „Wasserverbrauch“ bei Waschmaschinen, oder Spielspaß, Graphik bei Spielen),
als evaluierende, eine subjektive Meinung ausdrückende Wörter (meistens Adjektive, zum Beispiel
„gut“, „schnell“, „zufriedenstellend“). Auch diese Erkenntnis führt dazu, dass zukünftige Arbeiten
Aspekterkennung nicht als Vorverarbeitungsschritt behandeln sollten.

2.2 Mehrsprachige Sentimentanalyse

In den meisten Sprachen, auch solchen, welche von vielen Sprechern genutzt werden, stehen kei-
ne ausreichenden Sentimentanalyseressourcen zur Verfügung. Selbst für die meisten europäischen
Sprachen ist die Situation unbefriedigend. Daraus ergibt sich die Frage, inwieweit man die Ver-
wandtschaft von verschiedenen Sprachen nutzen kann, um auf einem Korpus mit verfügbaren Daten
ein System zu entwickeln, welches auch auf Daten in einer anderen Sprache entwickelt werden kann.
Solche Ansätze nutzen entweder einen Transfer von einer Sprache auf eine andere oder lernen Sprach-
verwandtschaften gemeinsam mit der Klassifikationsaufgabe zu repräsentieren. Wir diskutieren im
Folgenden Verfahren aus beiden methodischen Gruppen.

2.2.1 Mehrsprachige Sentimentklassifikation

Das Ziel der mehrsprachigen Sentimentklassifikation ist es, ein annotiertes Korpus einer Sprache
A zu nutzen, um einen Klassifikator zu schätzen, welcher auf unannotierten Daten einer anderen
18 Hierbei handelt es sich um eine von mir angeleitete studentische Arbeit.
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Minimiere Euklidische Distanz

Abbildung 12 : Bilingual Sentiment Embedding Model (Blse), vorgestellt in Barnes, Klinger und Schulte
im Walde (2018a)

Sprache B angewendet wird, ohne dass annotierte Daten zur Verbesserung des Systems in der Ziel-
sprache zur Verfügung stehen. Für diese Übertragung können weitere unannotierte Daten UA und
UB zum Einsatz kommen. Die meisten Systeme und Ansätze, um diese Aufgabe zu lösen, haben aber
dennoch einen vergleichsweise hohen Bedarf an Ressourcen in der Zielsprache B, zum Beispiel paral-
lele Korpora der Quell- und Zielsprache oder ein statistisches Übersetzungsystem. Das Ziel unserer
Arbeit war vielmehr nun, einen Ansatz zu entwickeln, der vergleichbar gute Ergebnisse liefert und
ohne diesen Bedarf auskommt.

Das Verfahren, welches wir in Barnes, Klinger und Schulte im Walde (2018a) vorstellen (Blse),
benötigt nur eine große Zahl unannotierter Texte in Quell- und Zielsprache (oder vortrainierte Einbet-
tungen) sowie annotierte Daten in der Quellsprache. Die Grundidee, welche auch in Abschnitt 2.1.1
zu tragen kommt, ist die folgende (Abbildung 12 zeigt das Modell graphisch): Auf Basis einer Vektor-
repräsentation der Worte in der annotierten Trainingsmenge sowie einem (verhältnismäßig kleinen)
Übersetzungswörterbuch sowie der Vektorrepräsentation der korrespondierenden Worte in der Ziel-
sprache (soweit die Übersetzung in dem Wörterbuch vorhanden ist) optimieren wir zwei Projektions-
matrizen M für die Quellsprache und M ′ für die Zielsprache so, dass die Projektion eine Klassifikation
mit hoher Qualität erlaubt, sowie die Projektionen der korrespondierenden Worte ähnlich zueinander
sind. Die Ergebnisse dieses Ansatzes sind in Abbildung 13 dargestellt und werden mit anderen Ansät-
zen für mehrsprachige Klassifikation verglichen. Wir sehen hier, dass bei unterschiedlichen Korpora
ressourcenaufwendige maschinelle Übersetzung immer das beste Ergebnis liefert (MT). Allerdings
zeigt Blse bessere Ergebnisse als Artetxe (Artetxe, Labaka und Agirre, 2016, 2017) und Barista
(Gouws und Søgaard, 2015), welche ähnliche Datenbedarfe haben wie Blse. Eine qualitative Ana-
lyse zeigt auch, dass die entstehenden projizierten Einbettungsräume der Zielsprache Sentiment gut

23



����

����

����

����

����

����

����

����

���� ���� ���� ���� ���� ����

�
�

���� �� ������� �������

Abbildung 13 : Ergebnisse des Blse Modells (Abbildung generiert nach Barnes, Klinger und Schulte im
Walde, 2018a). Die Zahl hinter dem Sprachkürzel bezeichnet die Anzahl der verwendeten
Klassen (sehr positiv, sehr negativ, positiv, negativ vs. positiv, negativ).

repräsentieren, obwohl keine Trainingsdaten in der Zielsprache verwendet wurden (Abbildung 14).
Mit diesem Verfahren ist es nun mit besserer Performanz als bisher möglich, ohne jegliche anno-

tierten Daten einer ressourcenschwachen Zielsprache ein kompetitives Sentimentklassifikationmodell
zu schätzen.

2.2.2 Mehrsprachige Aspektbasierte Sentimentanalyse

In Abschnitt 2.1.1 haben wir monolinguale Sentimentklassifikation vorgestellt, welche wir in Ab-
schnitt 2.2.1 um eine multilinguale Komponente erweitert haben. Dieser Abschnitt stellt nun eine
vergleichbare multilinguale Erweiterung der aspektbezogenen Sentimentanalyse dar, wie sie in Ab-
schnitt 2.1.2 vorgestellt wurde.

In dem Klassifikationsfall ist der Verlust der Information, welche Worte welche Information tragen
sowie die Reihenfolge und grammatikalische Struktur bei dem Wechsel der Sprache, akzeptabel. So-
mit kann, bei entsprechender Verwendung von Modellen, welche sich nicht auf diese Charakteristika
verlassen, bei einer Übersetzung oder Projektion auf diese Aspekte verzichtet werden. Dies ist zum
Beispiel bei Blse der Fall, welches einen Maximum-Entropy-Klassifikator nutzt.

Diese Informationen sind bei Segmentierungs- und Relationsvorhersageaufgaben wie der Aspek-
terkennung, der Erkennung von evaluierenden Phrasen sowie der Relation zwischen diesen aber
unbedingt notwendig und müssen daher zumindest in einem gewissen Maße erhalten bleiben. Wir
schlagen zwei grundlegend verschiedene Modelle vor, die dieser Bedingung genügen und überprüfen,
ob diese zusätzliche Komplexität zu einer Verringerung der Performanz führt.

Statistische Übersetzung, Projektion und Instanzselektion
Der erste vorgeschlagene Ansatz ist grundsätzlich modellagnostisch bezüglich des verwendeten Senti-
mentanalysemodells, da die Übertragung auf der Datenebene durchgeführt wird (Klinger und Cimia-
no, 2015). Unter der Annahme der Verfügbarkeit eines maschinellen Übersetzungssystems werden
die Instanzen zunächst von der Quellsprache in die Zielsprache übersetzt. Des Weiteren werden
die Phrasenannotationen mit Hilfe der Alinierung zwischen den Sprachen projiziert, ähnlich, wie es
für Wortarten von Yarowsky und Ngai (2001) und Yarowsky, Ngai und Wicentowski (2001) und
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Abbildung 14 : t-SNE-Visualisierung des spanischen Wortvektorraums vor und nach der Projektion mit Blse.
Eine klare Separierung von positiven und negativen Worten ist erkennbar, obwohl keine an-
notierten Daten für Spanisch genutzt werden (Abbildung generiert nach Barnes, Klinger und
Schulte im Walde, 2018a).

Es

gibt

mit Sicherheit bessere Maschinen

,

aber die bietet das beste

Preis-Leistungs-Verhältnis .

There are certainly better machines , but o↵ers the best price-performance ratio .

Abbildung 15 : Beispiel für eine Projektion der Annotation eines deutschen Textes auf eine englische ma-
schinell erzeugte Übersetzung. Die Projektion von “die” auf “the” ist ein Fehler, der durch
die fehlerhafte Übersetzung ausgelöst wurde. Allerdings wirkt sich dieser hier nicht auf die
Projektion der Annotation aus (Klinger und Cimiano, 2015).

für semantisches und syntaktisches Parsing von Agi, Tiedemann u. a. (2014) und Padó und Lapata
(2009) bereits vorgeschlagen wurde.19 Die Annotationsprojektion ist in Abbildung 15 beispielhaft
dargestellt.

Die Forschungsfrage, die wir hier behandeln ist, ob dieses Vorgehen von Übersetzung und Projek-
tion zu einer qualitativ ausreichenden Ressource in der Zielsprache führt. Des Weiteren untersuchen
wir, ob ein Entfernen von qualitativ schlechten Übersetzungen oder Projektionen zu einer Verbesse-
rung des Modells führt.

Es stellt sich in Experimenten auf dem USAGE-Korpus, welches in Abschnitt 2.1.2 vorgestellt
wurde, heraus, dass Modelle, welche man auf der automatischen Übersetzung gefolgt von einer Pro-
jektion trainiert, eine deutlich geringere Vorhersagequalität liefern, als Modelle, welche direkt in der
Zielsprache trainiert wurden. Daraus ergibt sich die Frage, wie man die möglicherweise ursächlichen
Qualitätsmängel in Übersetzung und Projektion korrigieren kann beziehungsweise Instanzen gerin-
gerer Qualität von der Trainingsmenge ausschließen kann. Hierzu diskutieren wir drei Möglichkeiten,
welche alle auf der Abschätzung der Übersetzungsqualität basieren. Sie werden mit einer manuellen
Beurteilung der Übersetzungsqualität verglichen. Die Verfahren wurden von Shah und Specia (2014)
und Specia, Shah u. a. (2013) inspiriert.

19 Die gesamte Arbeit wurde von mir durchgeführt.
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Abbildung 16 : Vollständige Ergebnisse für die Beurteilungen von Kaffeemaschinen für die Projektion von
Deutsch nach Englisch (Klinger und Cimiano, 2015).

Das erste Verfahren nutzt ein Sprachmodell, welches auf einer großen Zahl von Amazon-Bewertungen
und dem Werkzeug SRILM (Stolcke, 2002; Stolcke, Zheng u. a., 2011) basiert. Dieses wird dann ge-
nutzt um dem Ursprungssatz eine Wahrscheinlichkeit zuzuweisen. Die Intuition ist hier, dass mög-
licherweise bestimmte Sätze der Quellsprache untypisch oder ungewöhnlich sind und nicht geeignet
sind, um ein Modell zu erstellen. In dem zweiten Verfahren wird analog mit Hilfe eines Sprachmodells
die Wahrscheinlichkeit des Zielsprachsatzes bewertet. Dieses Verfahren kann intuitiv mögliche Fehler
in der Übersetzung aufdecken und ebenfalls wenig typische Instanzen identifizieren. Der dritte An-
satz basiert auf der Alinierung des Originalsatzes mit der Übersetzung und der daraus abzuleitenden
Perplexität. Hier wurde FastAlign (Dyer, Chahuneau und Smith, 2013) als Nachverarbeitung zur
Abschätzung genutzt, da die Werte direkt aus Google Translate nicht zugreifbar sind.

Abbildung 16 zeigt den Einfluss der Instanzselektion basierend auf den Werten aus diesen drei
Ansätzen in einer Domäne des USAGE-Korpus. Hier wurde das Modell eingesetzt, welches in Ab-
schnitt 2.1.2 vorgestellt wurde (Klinger und Cimiano, 2013a). Wir sehen, dass beide Sprachmodelle
(für die Zielsprache und die Quellsprache) weniger gute Ergebnisse liefern, als die Alinierungswahr-
scheinlichkeiten. Dieses Verfahren zeigt allerdings Ergebnisse einer ähnlichen Güte wie die manuelle
Selektion qualitativ hochwertiger Instanzen. Bei der Verfügbarkeit eines Übersetzungsystems ist also
mit diesem Verfahren durchaus die Erstellung von Modellen in einer Zielsprache möglich, für die
keine annotierte Daten vorliegen.

Auf Basis der Bestimmung des Grenzwerts zur Auswahl der Instanzen auf einer unabhängigen
Menge und der Anwendung des Systems zur Vorhersage von Aspekten und evaluierenden Phrasen in
einer anderen Zielsprache als der Quellsprache, getestet auf dem Sprachpaar Deutsch und Englisch,
zeigt sich, dass der Einfluss auf die Aspekterkennung erheblicher ist, als auf die Erkennung von
evaluierenden Phrasen. In der Summe ist dieses Verfahren für den Transfer in einer Teilmenge von
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Abbildung 17 : Modell zur aspektbezogenen Sentimentklassifikation (Barnes und Klinger, 2019)

Sprachpaaren tauglich, um eine akzeptable Qualität auch ohne annotierte Daten in der Zielsprache
zur Verfügung zu haben. Allerdings bliebe hier zu zeigen, dass dies auch tatsächlich für eine größere
Menge von Sprachpaaren funktioniert.

Aspektspezifische Übertragung mit Hilfe von Repräsentationsprojektion
Das in dem vorherigen Abschnitt vorgestellte Verfahren hat den Vorteil, dass die Übertragung bereits
auf Datenebene stattfindet. Somit lassen sich für die automatische Klassifikation beliebige maschi-
nelle Lernverfahren nutzen. Der Nachteil ist allerdings, dass diese Verfahren eben gar keinen Zugriff
mehr auf die Beziehungen zwischen den verwendeten Sprachen haben. Das Modell, welches in Ab-
schnitt 2.2.1 vorgestellt wurde, modelliert die Sprachverwandtschaft und die Klassifikationsaufgabe
simultan. Wir stellen nun vor, wie wir dieses Modell um die Möglichkeit, Aspekte einzubeziehen,
erweitern (Barnes und Klinger, 2019).20 Die Klassifikation wird nun auf Basis von drei Teilen durch-
geführt, wie in Abbildung 17 gezeigt ist. Die Projektionsmatrizen M zum Trainingszeitpunkt auf der
Quellsprache und M ′ zur Vorhersage auf der Zielsprache werden nun dreimal angewendet, und zwar
auf den linken Kontext neben einem Aspekt, den Aspekt selbst, sowie den rechten Kontext eines
Aspekts. Jede dieser Anwendungen führt zu einer Repräsentation des jeweiligen Satzteils. Die Kon-
katenation dieser Teile wird dann entsprechend des Sentiments klassifiziert. In dieser Studie nehmen
wir an, dass die Bestimmung des Aspekts durch ein Orakel erfolgt. Zukünftige Arbeiten werden die
Integration dieser Vorhersage in die Klassifikation behandeln (siehe Abschnitt 2.1.2).

Die Ergebnisse in Tabelle 6 zeigen auf verschiedenen Korpora sowie mit einer unterschiedlichen
Granularität der vorherzusagenden Klassen (positiv, negativ vs. sehr negativ, negativ, positiv, sehr
positiv), dass das aspektbezogene Blse bei binärer Vorhersage besser, als bestehende Ansätze funk-

20 Ich war hier bei dem Modellentwurf sowie dem Experimentdesign beteiligt. Die konkreten Experimente wurden
durch einen von mir betreuten Doktoranden durchgeführt.
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EN-ES EN-CA EN-EU EN-ES EN-DE
OpeNER MultiBooked SemEval USAGE Average

B
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y
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t

Blse 66.8 69.8 66.3 62.2 50.0 63.0
VecMap 65.8 64.4 65.1 60.0 39.9 59.0
Muse 58.3 64.3 50.2 59.8 57.0 57.9
Barista 61.9 59.0 56.1 44.5 35.3 51.4
MT 67.3 77.8 74.8 73.2 69.4 72.5
Unsup 71.6 73.5 64.0 77.1 - -

M
ul

ti
cl

as
s

Sp
li

t

Blse 18.5 14.3 15.7 40.6 29.5 23.7
VecMap 29.2 30.9 28.0 38.9 27.9 31.0
Muse 32.9 33.5 27.3 27.4 39.7 32.2
Barista 27.9 35.1 27.3 27.4 33.4 28.1
MT 24.7 29.2 27.0 33.8 33.2 29.6
Unsup 28.9 26.9 23.9 31.7 - -

Tabelle 6 : Ergebnisse des aspektbezogenen Blse-Modells. Das beste projektionsbasierte Verfahren je Spalte
wird mit einer blauen Box markiert. Die beste Methode wird mit einer grünen Box markiert
(Barnes und Klinger, 2019).

tioniert. Der Ansatz Muse (Lample, Conneau u. a., 2018) funktioniert allerdings bei vier vorherzu-
sagenden Klassen deutlich besser. Eine umfangreichere Variante der Ergebnistabelle in Barnes und
Klinger (2019, Tabelle 7) zeigt zusätzlich noch den Vergleich zu einer rein satzbasierten Klassifikation
und der Isolation von Aspekt und Kontext. Es zeigt sich, dass Kontext wie auch Aspekt in Isolation
nicht ausreichen, um die Vorhersage einer Polarität vorzunehmen. Die Interaktion beider Teile ist
notwendig, wie man bei dem Performanzverlust von durchgängig zwischen 10 und 20 Prozentpunkten
sehen kann. Im Ergebnis ist unser Verfahren geeignet, um auch aspektbasiert Sentimentanalyse auf
Sprachen ohne annotierte Daten zu übertragen. Allerdings ist der Vorsprung von ressourcenhungri-
ger maschineller Übersetzung hier stärker ausgeprägt, als bei der reinen Sentimentklassifikation auf
Sätzen im Ganzen.

2.3 Monolinguale Emotionsanalyse

Die bisherigen Abschnitte schilderten die Erweiterung von monolingualer Sentimentklassifikation hin
zu multilingualer Sentimentklassifikation, strukturierter monolingualer Modellierung sowie zu struk-
turierter multilingualer Modellierung. Hierbei sind die involvierten Polaritätswerte weitestgehend
auf positiv und negativ, optional mit unterschiedlichen Abstufungen (sehr positiv und sehr negativ),
verblieben. Wir erweitern nun im Folgenden diese Ansätze um mehr als diese Polaritätsklassen, zu-
nächst im Sinne von Klassifikationsaufgaben (in Abschnitt 2.3.1), bei denen die Klassen weiterhin
einer Textinstanz als Ganzes zugewiesen werden. In Abschnitt 2.3.2 wird die Emotionsanalyse in die
strukturierte Modellierung überführt.

2.3.1 Emotionsklassifikation und -Regression

Emotionskorpora und Modelltransfer
Sentimentanalyse hat sich als eine Standardaufgabe zur Evaluation von Textklassifikationsmodellen
entwickelt und so sind auch viele Beiträge von Wissenschaftlern zu dem Feld entstanden, die sich im
Kern nicht mit dem Phänomen, sondern mit der Methode beschäftigen. Um diesen Vorteil auch der
Emotionsanalyse zukommen zu lassen, haben wir die verschiedenen verfügbaren Emotionskorpora
zusammengetragen und in einem angeglichenen Format verfügbar gemacht (Bostan und Klinger,
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Korpus Granularität Klassen Größe Thema Referenz

AffectiveText Überschriften E + V 1,250 Nachrichten Strapparava 2007
Blogs Sätze E + ne + me 5,025 Blogs Aman 2007
CrowdFlower Tweets E + CF 40,000 Generell Crowdflower 2016
DailyDialogs Dialog E 13,118 mehrere Li 2017
Electoral-Tweets tweets P 4,058 Wahlen Mohammad (2015)
EmoBank Sätze V+A+D 10,548 mehrere Buechel 2017
EmoInt Tweets E − DS 7,097 Generell Mohammad 2017
Emotion-Stimulus Sätze E + shame 2,414 Generell Ghazi 2015
FB-Val.-arous. Facebook V+A 2,895 Fragebogen Preoţiuc 2016
Grounded-Emot. Tweets HS 2,585 Wetter/Ereignisse Liu 2017
ISEAR Beschreibungen E + SG 7,665 Ereignisse Scherer 1994
Tales Sätze E 15,302 Märchen Ovesdotter 2005
SSEC Tweets P 4,868 Generell Schuff 2017
TEC Tweets E ±S 21,051 Generell Mohammad 2012

Tabelle 7 : Verfügbare Emotionskorpora, wie sie von Bostan und Klinger (2018) ermittelt und aggregiert
wurden. [E] Ekman: Wut, Ekel, Angst, Freude, Traurigkeit, Überraschung, [P] Plutchik: Wut,
Ekel, Angst, Freude, Traurigkeit, Überraschung, Vertrauen, Antizipation, [CF] Enthusiasmus, Spaß,
Hass, Neutral, Liebe, Langeweile, Entspannung, leer, [DS] Ekel, Überraschung, [JS] Freude, Trau-
rigkeit, [V] Valenz, [A] Arousal, [D] Dominanz, [SG] Scham, Schuld, [±S] Positive Überraschung,
Negative Überraschung, [ne] keine Emotion [me] gemischte Emotion.

2018).21 Diese Vorbereitung für die Arbeiten anderer Wissenschaftler erleichtert die Beantwortung
der Fragestellung, welche Domänen, Annotationsverfahren und Emotionen verwendet werden und
die Beantwortung der Forschungsfrage, inwieweit eine Übertragung eines Klassifikators von einem
Korpus auf einen anderen möglich ist. Tabelle 7 stellt eine Übersicht der Korpora dar. Zu beachten
ist hierbei, dass es sich zumindest zum Teil nicht um eine triviale Dateiformatkonvertierung handelt,
da verschiedene Namen für Emotionen in den verschiedenen Daten aneinander angeglichen werden
mussten. Tabelle 4 im Anhang von Bostan und Klinger (2018) stellt diese Aggregation im Detail
dar.

In ersten Experimenten zu der Übertragbarkeit von Modellen von einem Korpus auf einen ande-
ren Korpus konnten wir zeigen, dass die Performanz auf den Zieldomänen tatsächlich sinkt. Zum
aktuellen Stand der Wissenschaft ist aber noch unklar, ob Domänenadaptationsverfahren hier helfen
würden (Bostan und Klinger, 2018, Abbildungen 1 und 2). Allerdings wird das Repository mit den
Daten aktuell von 75 Personen beobachtet, so dass wir optimistisch sind, dass weitere Ansätze zu
diesem Thema in Entwicklung sind.

Zu dieser Menge von Korpora haben wir die Ressource SSEC (Stance Sentiment Emotion Corpus)
beigetragen, welche auch in der Tabelle gelistet ist (Schuff, Barnes u. a., 2017).22 Hier haben wir uns
als Ziel gesetzt, eine frei verfügbare Ressource zu schaffen, bei der alle Annotationen aller Annotato-
rinnen verfügbar sind. Wir stellten uns auch die Forschungsfrage, welche Adjudikationsstrategie zu
einer guten Modellierbarkeit führt und welche Modellarchitektur am besten geeignet ist. Gerade bei
der Annotation von subjektiven Phänomenen ist der Grad der Übereinstimmung der verschiedenen
Bewertungen verhältnismäßig niedrig.

Ein Beispiel aus diesem Korpus ist in Abbildung 18 dargestellt. Die Ergebnisse der Anwendung
einer Reihe von Klassifikationsmethoden zeigt, dass Deep-Learning (LSTM, BiLSTM, CNN, mit
Einbettungen) etwas bessere Ergebnisse liefert, als andere Verfahren (SVM, MaxEnt, welche nur

21 Die Arbeit wurde von einer von mir angeleiteten Doktorandin durchgeführt.
22 Die Arbeit wurde von mir mit angeleitet. Ein Teil der Experimente und Analysen wurden von mir durchgeführt.
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Abbildung 18 : Beispiel eines Tweets aus Schuff, Barnes u. a. (2017). Er wurde von Mohammad, Sobhani und
Kiritchenko (2017) als negativ annotiert. Je eine von drei unserer Annotatorinnen markierte
hier Wut, Traurigkeit und Überraschung.

auf einem Bag-of-Words basieren). Dies ist insbesondere auf eine deutlich erhöhte Vollständigkeit
zurückzuführen, allerdings sinkt die Genauigkeit (Schuff, Barnes u. a., 2017, Tabelle 6). Je nach
Anwendungsfall dürfte aber dennoch das Deep-Learning-Verfahren zu bevorzugen sein.

Des Weiteren konnten wir feststellen, dass eine Adjudikation durch eine Veroderung aller Anno-
tationen zu einem besseren Ergebnis führt, als ein Majoritätsvotum oder eine Verundung. Dies ist
vermutlich zum einen der Tatsache geschuldet, dass eine Veroderung zu mehr Beispielen je Klasse
führt. Dennoch zeigt dies auch, dass die vermeintliche Erhöhung des Rauschens in den Annotationen
nicht zu einer Modellierung mit geringerer Performanz führt. Somit ist dies ein Indiz, dass bei Emoti-
onsannotation die Modellierung in dem Sinne von hoher Abdeckung sinnvoller ist, als die Zielsetzung
von hoher Genauigkeit.

Eine weitere Ressource, welche wir für die Emotionsklassifikation erstellt haben ist im Rahmen
der Organisation eines Shared-Tasks entstanden (Klinger, De Clercq u. a., 2018).23 Diese Daten
vereinen den populären Ansatz der Verwendung von schwacher Überwachung in sozialen Medien
mit einer Ereigniszentrierung, wie sie in dem ISEAR-Korpus (Scherer und Wallbott, 1997) existiert.
Die hier automatisch generierten Daten enthalten weitestgehend keine expliziten Emotionsworte und
beschreiben Ereignisse. Dies ist insbesondere relevant, da solche Ereignisbeschreibungen durch das
Fehlen von Emotionswörtern herausfordernder für eine generalisierende Emotionsklassifikation sind.

In Cevher, Zepf und Klinger (2019) untersuchen wir die Übertragung von Modellen aus den Domä-
nen, in denen Emotionsklassifikationskorpora verfügbar sind, in den Bereich des Autofahrens und
den damit verbundenen Emotionsäußerungen.24 Es handelt sich somit um eine Anwendung in einer
Realweltumgebung in Kombination mit einer bisher im Kontext von Emotionsanalyse kaum verwen-
deten Methodik. Frühere Arbeiten (Chronopoulou, Margatina u. a., 2018; Rozental, Fleischer und
Kelrich, 2018), welche Transferlernen im Bereich der Emotionsklassifikation eingesetzt haben, ha-
ben vorgelernte Teilmodelle verwendet, welche nicht spezifisch für diese Anwendung angepasst sind,
wie zum Beispiel ULMFit (Howard und Ruder, 2018). Eine Ausnahme ist DeepMoji, welches eine
große Menge an schwach annotierten Daten nutzt (Felbo, Mislove u. a., 2017). Im Gegensatz dazu

23 Ich war der Hauptorganisator dieser Veranstaltung. Die Koautoren haben insbesondere bei der Organisation
beigetragen. Die Daten und initialen Modelle, welche den Teilnehmern zur Verfügung gestellt wurden, wurden
von mir erstellt.

24 Diese studentische Arbeit wurde durch mich angeleitet, wobei die Datenerhebung zusätzlich durch einen Mitar-
beiter bei der Daimler AG unterstützt wurde.
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Abbildung 19 : Model zum Transferlernen von Emotionen aus Text. Graue Boxen enthalten eingefrorene
Parameter in dem jeweiligen Lernschritt (Cevher, Zepf und Klinger, 2019).

untersuchten wir, ob man ein Modell, welches auf einem qualitativ hochwertigen und etablierten
Emotionskorpus erstellt wurde, auf eine bestimmte Domäne übertragen kann. Hierbei findet auch
eine Anpassung des Emotionsinventars statt, da die Konzepte Unsicherheit, Genervtheit und Freude
sinnvoller erscheinen als Angst, Wut und Freude (Dittrich und Zepf, 2019).

Das Übertragungsverfahren ist in Abbildung 19 gezeigt. Die Ergebnisse zeigen, dass alle verwen-
deten Korpora außer ISEAR (Scherer und Wallbott, 1997) in etwa gleich gut geeignet sind, um das
Modell vorzutrainieren. Transferlernen führt zu einer Verbesserung von 2–10 Prozentpunkten, je nach
verwendeten Korpora (Cevher, Zepf und Klinger, 2019, Tabelle 6). In der praktischen Anwendung
ist also nicht in jedem Fall eine umfangreiche Neuerstellung von Ressourcen notwendig, zumindest
sollten existierende Ressourcen mitgenutzt werden.

Multimodalität
Da wir uns bei der Emotionserkennung in der Regel auf Ereignisinterpretationen oder Emotions-
ausdrücke verlassen, die nicht nur in Textform vorliegen, besteht grundsätzlich die Frage, ob andere
Modalitäten in den verschiedenen Anwendungen einen zusätzlichen Beitrag leisten können, also kom-
plementäre Informationen liefern. Die Tweets, welche in Abbildung 20 zu sehen, zeigen zwei Beispiele.
In dem linken Beispiel wird die Information, dass es sich um ein glückliches Ereignis handelt, von
Bild und Text gestützt. In dem rechten Bild dagegen ist die Information komplementär.

In allen Arbeiten, welche in diese Habilitationsarbeit eingehen, wurde die Sentiment- und Emoti-
onsvorhersage auf geschriebenen Text beschränkt. Von dieser Regel sind zwei Arbeiten auszunehmen,
zum einen Cevher, Zepf und Klinger (2019), bei der Audiosignale wie auch Videosignale mit Hilfe
von existierenden kommerziellen Werkzeugen ausgewertet wurden. Die Ergebnisse sind durchgehend
schlechter, als bei der Analyse einer manuellen Transkription der Daten und der Anwendung von
Transferlernen, wie sie im vorherigen Abschnitt vorgestellt wurde. Diese Arbeit ist Teil einer Master-
arbeit, bei der weiterhin das (nicht veröffentlichte) Ergebnis entstand, dass auch eine Kombination
der Modalitäten keine Verbesserung der Vorhersagequalität mit sich zieht (Cevher, 2019).

Eine weitere Untersuchung des Zusammenspiels verschiedener Modalitäten stellt Klinger (2017)
dar.25 Hier wurden Kurznachrichten auf Twitter untersucht, und zwar insbesondere solche, welche

25 Diese Arbeit wurde durch mich alleine durchgeführt.
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Abbildung 20 : Beispiel für Kurznachrichten auf Twitter mit zusätzlicher Bildinformation (Klinger, 2017).

nicht nur Text sondern auch Bildinformationen enthalten. Die Forschungsfrage war, inwieweit die
Bildinformationen für eine Verbesserung der Emotionsvorhersagequalität genutzt werden können.
Für die Bildanalyse wurde hier angenommen, dass sich zwei grundlegend unterschiedliche Arten von
Tweets mit Bildern finden lassen: Zum einen solche, welche Text enthalten, zum anderen solche, auf
denen tatsächliche graphische Inhalte vorhanden sind, wie zum Beispiel Fotos. Zwei Beispiele für sol-
che Tweets finden sich in Abbildung 20. Diese Beispiele illustrieren auch die verwendeten Methoden:
Zum einen wurde ein Verfahren zur automatischen Generierung von Bildunterschriften eingesetzt
(Karpathy und Fei-Fei, 2015; Krizhevsky, Sutskever und Hinton, 2012; Vinyals, Toshev u. a., 2015),
zum anderen wurde mit Hilfe von Optical Character Recognition der Textinhalt extrahiert (Smith,
2007). In einer (unveröffentlichen) Masterarbeit haben wir darüber hinaus untersucht, ob Klassi-
fikationsmodelle, welche Gesichter erkennen, deren Emotion erkennen, sowie Objekte und Szenen
identifizieren, einen zusätzlichen Beitrag liefern (Kumar, 2017). Dies ist für Objektklassifikation der
Fall.

Die Ergebnisse (Klinger, 2017, Tab. 2) zeigen, dass die Qualität der Klassifikation auf Basis des
Textes nicht mit Hilfe der Information der anderen beiden Modalitäten erreicht werden kann. Wäh-
rend die OCR-Information isoliert zumindest nur zu einem Verlust von 18 Prozentpunkten im F1-
Wert führt, zeigen die Bildunterschriften keinen relevanten Informationsgehalt. Eine Kombination
der Merkmale führt nicht zu einer Verbesserung im Vergleich zur alleinigen Nutzung von Textmerk-
malen. Dies zeigt, das in dieser Modellierung die Informationen der verschiedenen Modalitäten nicht
komplementär zueinander sind. Die Information im Text ist zur Klassifikation ausreichend.

Emotionsintensitäten
Neben der Zuweisung von Emotionsklassen kann auch die weitergehende Untersuchung der jeweils
durch einen Autor ausgedrückten Intensitäten relevant sein. Zum Beispiel könnte eine Aggregation
aller Tweets, welches ein bestimmtes Thema behandeln, durch Durchschnittsbildung diese Intensität
mitnutzen. Zum anderen ist in Annotationsaufgaben von Emotionen erkennbar, dass intensivere
Emotionsäußerungen eine höhere Übereinstimmung zwischen Annotatorinnen nach sich ziehen. Dies
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ist ein Indiz dafür, dass die Erkennung von intensiveren Emotionen eventuell auch von höherer
Konfidenz des automatischen Systems geprägt ist (diese Hypothese muss allerdings noch untersucht
werden).

Die Aufgabe der Intensitätserkennung wurde erstmals von Mohammad und Bravo-Marquez (2017)
als Regressionsproblem formuliert und in einem Shared-Task realisiert. Wir untersuchten den Einfluss
von automatisch generierten Wörterbüchern, welche Intensitätswerte und Abstraktheitswerte sowie
den Zusammenhang mit verschiedenen Emotionen darstellen (Köper, Kim und Klinger, 2017).26

Hierzu realisierten wir diese Listen als Eingabe in einem neuronalen Netz, welches zusätzlich wortba-
sierte Informationen nutzt. Unsere Hypothese, dass solche Wortlisten einen positiven Beitrag leisten,
konnte bestätigt werden, allerdings ist der absolute Performanzgewinn limitiert.

Eine weitergehende Forschungsfrage war, inwieweit die Wahrscheinlichkeit des Auftretens verschie-
dener Emotionen durch den Ausdruck einer intensivierten, abgeschwächten oder negierten bestimm-
ten Emotion verändert wird (Strohm und Klinger, 2018, Ergebnisse in Abb. 5). Weitergehend wurde
darauf aufbauend untersucht, wie die Repräsentation von modifizierten Emotionsworten verbessert
werden kann (Bostan und Klinger, 2019, Ergebnisse in Tab. 3).27 Wir konnten hier zeigen, dass
eine explizite Repräsentation von Phrasen wie “nicht glücklich” oder “ein wenig traurig” in den
Einbettungen zu einer Verbesserung der Intensitätsvorhersage bei Instanzen führt, die solche Formu-
lierungen enthalten. Die Eigenschaft des verwendeten CNN-LSTM, auch Sequenzinformationen zu
repräsentieren, scheint also nicht auszureichen. Wir konnten also zeigen, dass die Kompositionalität
solcher Ausdrücke mit modelliert werden muss.

Anwendungen
Eine besondere Anwendung der Emotionsanalyse findet sich in den digitalen Geisteswissenschaften
und hier insbesondere in der komputationellen Literaturanalyse. Einen Überblick über die Verwen-
dung von Sentiment- und Emotionsanalyseverfahren in diesem Feld haben wir in Kim und Klinger
(2019a) zusammengestellt.28

In Kim, Padó und Klinger (2017a,b) haben wir untersucht, inwieweit ein Zusammenhang zwischen
dem Genre fiktionaler Texte und dem Emotionsverlauf des Textes beobachtet werden kann.29 Unsere
Annahme war, dass der Emotionsgehalt ein prädiktives Merkmal zur Genreklassifikation darstellt.
Hier wurden drei Modelle zur Vorhersage des Genres verglichen, zum einen ein konvolutionales neuro-
nales Netzwerk, welches nur auf die durchschnittlichen Emotionswerte im zeitlichen Verlauf zugreifen
konnte, und zwei wortbasierte Modelle, eines welches im Sinne der Stilometrie die häufigsten Worte
nutzt und eines, welches emotionstragende Worte nutzt. Während die beiden wortbasierten Modelle
ähnliche Ergebnisse lieferten (≈0.8 F1), zeigt der Emotionsverlauf als Informationsquelle weniger gu-
te Ergebnisse (≈0.59 F1). Dennoch liegen diese weit über einem zufälligen Ergebnis (0.12 F1). Details
zu den Ergebnissen finden sich in Kim, Padó und Klinger (2017a, Tab. 2). Es ist also festzuhalten,
dass Emotion tatsächlich mit der Klasse des Genres eines Texts interagiert.

In Ehrlicher, Klinger u. a. (2019) haben wir untersucht, inwieweit der Emotionsgehalt von spa-
nischen Reiseberichten im zeitlichen Verlauf der Jahrhunderte einer Veränderung unterliegt.30 Dies
geschah hauptsächlich auf einer Annotationsstudie, da die erstellten Daten nicht umfangreich genug
sind, um einen detaillierten Klassifikator zu erstellen. Ein Modell, welches lediglich nichtemotionale

26 Diese Arbeit wurde durch zwei von mir in diesem Projekt betreuten Doktoranden durchgeführt.
27 Diese Arbeiten wurden von einem von mir betreuten Studenten und einer von mir angeleiteten Doktoranden

durchgeführt.
28 Der Artikel wurde von mir und einem von mir betreuten Doktoranden etwa gleichberechtigt verfasst. Die Litera-

turrecherche oblag hauptsächlich dem Studenten, während ich die Struktur und den Aufbau verantwortete.
29 Die Arbeit wurde von mir mitbetreut. Die wissenschaftliche Fragestellung wurde von mir definiert.
30 Ich habe hier die Annotationsumgebung verwaltet sowie das Klassifikationsmodell auf den Daten geschätzt.
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von emotionalen Sätzen unterscheiden kann, konnte mit akzeptabler Performanz geschätzt werden.
In zukünftigen Arbeiten werden hier mehr Daten erzeugt werden müssen, um Klassifikationsmodelle
für die verschiedenen Emotionen zu entwickeln. Auf Basis der annotierten Daten konnten wir aber
bereits erkennen, dass der Emotionsgehalt solcher Reiseberichte im 19. Jahrhundert mit 34 % hö-
her liegt, als im 18. Jahrhundert (29 %). Dies ist insbesondere einem Zuwachs an Wut, Freude und
Überraschung zuzurechnen, wobei Angst als einzige Emotion abnimmt.

Des Weiteren haben wir zwei Arbeiten durchgeführt, die die Nutzbarkeit der Ergebnisse von Emoti-
onserkennungssystemen durch Domänenexperten als Ziel hatten. Eine Analyse der Emotionsverläufe
in Franz Kafkas Texten „Das Schloss“ und „Amerika“ haben wir in Klinger, Suliya und Reiter (2016)
durchgeführt.31 Mit einem ähnlich Schwerpunkt entwickelten wir ein Visualisierungswerkzeug, wel-
ches soziale Netzwerke mit Emotionsanalysen vereint (Barth, Kim u. a., 2018).32

2.3.2 Strukturierte Emotionsmodellierung

Wie in Abschnitt 1.4.4 besprochen, existierte nahezu kein Korpus, welches die genannten Rollen,
welche in der Emotionsanalyse relevant sind, annotiert enthalten. Diese Situation verbessern wir
in Kim und Klinger (2018).33 Zu beantworten war die Frage, ob eine Annotation dieser Rollen in
Literatur mit zufriedenstellender Qualität möglich ist und ob diese auch zu performanten Modellen
führen kann.

Im Kontext des Digital Humanities Centers CRETA34 haben wir ein Literaturkorpus erstellt, bei
dem emotionale Ausdrücke in einem Satz im Kontext von einem davorstehenden und darauffolgenden
Satz mit den genannten Rollen annotiert wurden. Hierbei wurde zwischen dem Ziel und der Ursache
zwischen auftretenden Figuren und Ereignissen unterschieden. Diese Arbeit führte zu der Ressource,
welche in Tabellen 8 und 9 zusammengefasst wird. Die Übereinstimmung zwischen Annotatoren ist
insbesondere bei den Emotionen eher gering (mit Werten bis zu 55 F1, wobei ein Überlapp eines To-
kens bereits als korrekte Übereinstimmung zählt). Dieses Ergebnis ist allerdings im Kontext unserer
vorherigen Arbeiten nicht überraschend (siehe Schuff, Barnes u. a. (2017) und Abschnitt 2.3.1). Die
Übereinstimmung bei Figurnennungen ist mit bis zu 68 F1 besser.

In einer Modellierungsstudie haben wir untersucht, inwieweit eine gemeinsame Repräsentation hilf-
reich ist, und ob die Kenntnis eines Teilnehmers an einer Relation einen positiven Einfluss auf andere
Teilnehmer hat. Dies ist der Fall: Die Erkennung der Emotionsworte profitiert um 9 Prozentpunkte
von der Information, welche Wörter den Fühlenden beschreiben. Die Erkennung der Fühlenden wird
sogar um 22 Prozentpunkte besser, wenn die Phrase, welche die Emotion beschreibt, bekannt ist.
Details zu diesen Ergebnissen sind in Tabelle 4 in Kim und Klinger (2018) zu sehen. Wir können
festhalten, dass ohne eine gemeinsame Repräsentation die Modellierung nahezu unmöglich erscheint.
Dennoch sind die Ergebnisse mit F1-Werten für die Emotionsworte von 48 %, für Fühlende von
30 % und des Ziels von 6 % nicht zufriedenstellend. Die Ursachenmodellierung führt sogar zu einem
F1-Wert von 0.

Diese Herausforderung wurde auf zweierlei Weise bearbeitet: (1) Zum einen ergab sich daraus die
Erstellung von weiteren, aktuell in Entwicklung befindlichen Korpora in weiteren Domänen, um die
Schwierigkeiten besser abschätzen zu können, sowie mit mehr Daten der Identifikation der textu-
ell realisierten Ursachen von Emotionen auf den Grund zu gehen. Hierbei wird aktuell untersucht,
welche Modellierungsansätze am sinnvollsten sind. Dies geschieht im Kontext des DFG-finanzierten

31 Hierbei handelte es sich um eine von mir betreute Studienarbeit.
32 Die Arbeit wurde durch einen Doktoranden und einen Studenten durchgeführt und von mir betreut.
33 Die Arbeit wurde durch einen von mir angeleiteten Doktoranden durchgeführt.
34 https://creta.uni-stuttgart.de
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Grad Annotationslänge

Klasse Insg. Adjudik. stark schwach neg. 1 Token ≥ 2 Token
E

m
ot

io
ns

Wut 192 156 5 12 7 106 68% 50 32%
Antizipation 248 201 5 3 11 161 80% 40 20%
Ekel 242 190 2 7 14 144 76% 46 24%
Angst 254 183 11 16 17 145 79% 38 21%
Freude 434 336 31 20 28 289 86% 47 14%
Traurigkeit 307 224 10 2 13 168 75% 56 25%
Überraschung 243 196 12 4 7 156 80% 40 20%
Vertrauen 264 232 3 3 33 191 82% 41 18%
Andere 432 207 4 4 4 133 64% 41 36%

E
nt

it
ie

s Figur 2072 1715 1288 75% 427 25%
Ereignis 858 615 38 6% 577 94%
Andere 771 485 114 24% 371 76%

Tabelle 8 : Korpusstatistik für Emotionsannotationen. Spalten zeigen die Anzahl jeder Emotionsannotation
(Kim und Klinger, 2018).
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Fühlende 2113 1717 48% 137 164 130 173 309 210 216 171 207 1704
Ursache 1261 840 24% 48 45 70 95 174 74 134 125 75 87 398 343
Ziel 1244 1017 28% 106 129 125 96 135 121 62 80 163 444 315 257∑

4618 3574 77% 291 338 325 364 618 405 412 376 445 2238 717 601

Tabelle 9 : Korpusstatistik für Relationsannotationen (Kim und Klinger, 2018).

Projekts SEAT.35 (2) Zum anderen haben wir die Aufgabe der Erkennung der Ursache einer Emo-
tion im Kontext des Fühlenden auf eine typisierte Relationserkennung zwischen zwei Figuren im
Text reduziert. In dem Beispiel in Abbildung 7 auf Seite 11 wäre also vorherzusagen, dass eine ge-
richtete Relation zwischen Stefanie und Frieda mit der Emotion Wut existiert. Diese Modellierung
unterstützt im Folgenden auch die weitergehende Aggregation von literarischen Texten zu mit Emoti-
onsklassen typisierten sozialen Netzwerken. Die Korpuserstellung und Evaluation wurde in Kim und
Klinger (2019c) publiziert.36 Der Ablauf des implementierten Systems ist in Abbildung 21 zu sehen.
Die wichtigste Forschungsfrage, die hier untersucht wird, ist, welches Relationserkennungsverfahren
wie gut geeignet ist. Hierzu werden insbesondere verschiedene Varianten von rekurrenten neurona-
len Netzen mit verschiedenen Arten, die Entitäten zu markieren (positional indicators), untersucht.
Die Ergebnisse sind in Tabelle 4 in Kim und Klinger (2019c) zu sehen, und mit 65 % F1 zufrieden-
stellender. Diese vereinfachte Modellierung scheint also einer vielversprechenderen Formulierung zu
folgen.

35 https://gepris.dfg.de/gepris/projekt/380093645
36 Die Arbeit wurde von einem von mir angeleiteten Doktoranden durchgeführt.
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Geschichte NER+Koref. Emotion Relation Graph

HeuristikOrakel gemeinsamer Klassifikator für
Relationen und Emotionen

Abbildung 21 : Ablauf der Emotionsanalyse zur Extraktion eines mit Emotionen typisierten sozialen Netz-
werks aus fiktionalen Texten (Kim und Klinger, 2019c).
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Abbildung 22 : Konfusionsmatrix für die Erstellung der Korpora in Troiano, Padó und Klinger (2019). Spal-
ten: Phase 1, Zeilen: Phase 2 des Annotationsprozesses.

2.4 Mehrsprachige Emotionsklassifikation

Wie in Abschnitt 1.4.5 dargelegt, existieren nahezu keine Arbeiten, welche die Übertragung von
Emotionsklassifikationssystemen zwischen Sprachen untersuchen. Wir tragen deutsche und englische
Korpora bei, welche insbesondere implizite Emotionsäußerungen im Kontext von Ereignisbeschrei-
bungen enthalten (Troiano, Padó und Klinger, 2019).37 Somit steht diese Forschung im Kontext
des Korpus ISEAR (Scherer und Wallbott, 1997) und ist auch verwandt mit dem Shared-Task zu
impliziten Emotionsäußerungen (Klinger, De Clercq u. a., 2018).

In allen drei Arbeiten (Klinger, De Clercq u. a., 2018; Scherer und Wallbott, 1994; Troiano, Padó
und Klinger, 2019) besteht das Korpus aus Ereignisbeschreibungen der Form „Ich fühle [Emotions-
name] als/wenn/dass. . . “ (bzw. I felt [emotion name], if/that/when. . . ). Bei Scherer und Wallbott
(1994) wurden Fragenbögen in verschiedenen Sprachen gesammelt und ins Englische übersetzt. Bei
Klinger, De Clercq u. a. (2018) wurden Nachrichten mit entsprechenden Phrasen in dem Kurznach-
richtendienst Twitter gesammelt. Im Gegensatz dazu haben wir bei Troiano, Padó und Klinger
(2019) zum einen untersucht, wie man eine solche Datensammlung qualitativ hochwertig mit Hilfe
eines Crowdsourcingdienstes durchführen kann, ob das entstehende Korpus mit ISEAR vergleichbar
ist, und ob eine Übertragung des Vorgehens von Englisch nach Deutsch zu Schwierigkeiten führt.

Hierbei wurde ein zweistufiges Verfahren durchgeführt, in Phase 1 wurden Teilnehmer gebeten,
die oben genannte Phrase mit einer emotionalen Ereignisbeschreibung zu vervollständigen, was zu
Texten der Autor-/Fühlerperspektive führt, welche eine typische Länge von einem Satz haben. In
Phase 2 wurde um die Beurteilung durch Lesende/Außenstehende gebeten. Insgesamt konnte eine gu-
te Übereinstimmung beobachtet werden (siehe Abbildung 22). Ein weiterhin interessantes Ergebnis

37 Ich habe die Forschungsfrage definiert sowie die Arbeit mit angeleitet. Des Weiteren habe ich die Modellierungs-
experimente durchgeführt.
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deISEAR enISEAR

Emotion TP FP FN P R F1 TP FP FN P R F1

Wut 29 30 114 .49 .20 .29 27 32 116 .46 .19 .27
Ekel 65 57 78 .53 .45 .49 67 85 76 .44 .47 .45
Angst 70 77 73 .48 .49 .48 85 69 58 .55 .59 .57
Schuld 75 140 68 .35 .52 .42 79 161 64 .33 .55 .41
Freude 106 61 37 .63 .74 .68 94 43 49 .69 .66 .67
Traurigkeit 63 31 80 . 67 .44 .53 70 29 73 .71 .49 .58
Scham 66 131 77 .34 .46 .39 49 111 94 .31 .34 .32

Micro 474 527 527 .47 .47 .47 471 530 530 .47 .47 .47

Tabelle 10 : Klassifikationsergebnisse der Übertragung eines auf ISEAR trainierten Modells (Troiano, Padó
und Klinger, 2019).

ist, dass englische Beschreibungen erheblich länger sind als deutsche Beschreibungen. Außerdem wird
im Englischen der Begriff „Disgust“ weiter gefasst als der Begriff „Ekel“ im Deutschen, so dass das
Spektrum der beschriebenen Ereignisse im Deutschen geringer ist. Dies mag die Hypothese motivie-
ren, dass eine Übertragung zwischen Sprachen schwierig sein kann und sogar eine Konzeptänderung
(concept drift) mit behandelt werden muss.

Zur Analyse, ob eine Übertragung zwischen Crowdsourcing und Expertenannotation sowie zwi-
schen Sprachen möglich ist, haben wir Bag-of-Words Maximum-Entropy-Klassifikator auf dem eng-
lischen original-ISEAR-Korpus sowie der von uns erstellten deutschen (deISEAR) und englischen
Variante (enISEAR) trainiert. Hierbei zeigt sich, dass die Ergebnisse sowohl bei der Übertragung
von Expertenannotation auf Crowdsourcingannotation (original-ISEAR nach enISEAR) wie auch
von deISEAR nach enISEAR mittels maschineller Übersetzung durch Google Translate ähnlich sind
(siehe Tabellle 10). Somit scheint bei maschineller Übersetzung von mit Emotionen behafteten Er-
eignisbeschreibungen der Verlust der emotionalen Konnotation zu vernachlässigen sein.

Weiterhin haben wir (unveröffentlicht) ein Modell auf IEST (Klinger, De Clercq u. a., 2018) trai-
niert und auf enISEAR angewendet. Auch hier zeigt sich kein deutlicher Qualitätsverlust. Somit
scheint diese Variante einer schwachen Überwachung für die besondere Form von Emotionskorpora
geeignet zu sein. Es sei allerdings zu beachten, dass IEST ein Vielfaches größer ist, als die verschie-
denen ISEAR-Korpusvarianten. Dies motiviert zukünftige Arbeiten, die die Zusammenhänge, mög-
licherweise mit Instanzselektion (siehe Abschnitt 2.2.2) oder Transferlernen (siehe Abschnitte 2.3.1
und 2.2.1), weiter untersuchen. Auch eine Übertragung von IEST auf andere Sprache erscheint na-
heliegend, da keine manuelle Annotation notwendig war.

2.5 Verwandte Phänomene

2.5.1 Ironie, Sarkasmus und Satire

Auf Basis eines der ersten frei verwendbaren Korpora, welcher bezüglich des Auftretens von Ironie
und Sarkasmus (ohne eine Grenze zwischen den beiden Konzepten zu ziehen) annotiert wurde (Fi-
latova, 2012), haben wir zunächst die Relevanz der bis zu dem Studienzeitpunkt publizierten Merk-
male untersucht (Buschmeier, Cimiano und Klinger, 2014, Ergebnisse in Tabelle 1).38 Dies stellt
die erstmalige Untersuchung linguistischer Charakteristika wie auch bestimmter Muster bezüglich

38 Das Forschungsthema wurde von mir vorgeschlagen und der durchführende Student von mir betreut.
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Klasse Tweet

sarkastisch You’re kind of wasting my time & energy. Thanks for that. #Sarcastic
sarkastisch @USERNAM @USERNAME You probably just missed the text. #sarcastic
ironisch The #rebel flag goes down. The #Cuban #flag goes up. #Confederacy #irony

#communism #castro #cubanembassy
ironisch Get to work to realize oatmeal packet I grabbed was ’Dino-oatmeal’ – #monday

#irony

Tabelle 11 : Beispiele für Tweets welche sarkastisch oder ironisch sind (Ling und Klinger, 2016).

des Sentiments in diesem Umfang dar. Zusammengefasst ist festzustellen, dass Wortmerkmale ei-
nen unschlagbaren Ansatz darstellen, sowie Ironie und Sarkasmus nicht über die Gesamtbeurteilung
zwischen Werten 1–5, welche als strukturiertes Metadatum mit Sternchen bereitstellt sind, gleich-
verteilt sind. Die Sentimentmerkmale stellen keinen über die Wortinformationen hinausgehenden
Beitrag, allerdings ist alleine mit der Veränderung des Sentiment im Verlauf des Texts eine Erken-
nung von Ironie/Sarkasmus mit 81 %-Genauigkeit möglich. Es ist somit festzuhalten, dass Sentiment
und Wortmerkmale vermutlich auch in anderen Domänen ausreichen dürften, um Ironie und Sarkas-
mus zu erkennen. Dies ist, bezogen auf die Menge von vorgeschlagenen spezifischen Merkmalen zwar
ein negatives Ergebnis, allerdings erlaubt die manuelle Integration von Ironie/Sarkasmus-Theorien
einen stärkeren Erkenntnisgewinn als reine wortbasierte Merkmale, so dass auch in Zukunft solche
Arbeiten eine Berechtigung haben. Unsere Merkmalsanalyse hat einige darauf aufbauende Arbeiten
motiviert, welche weitere Merkmale und ihre Bedeutung untersuchen (Faras, Patti und Rosso, 2016;
Hernández-Farías, Benedí und Rosso, 2015; Joshi, Tripathi u. a., 2016; Mladenovi, Krstev u. a., 2017;
Poria, Cambria u. a., 2016; Taslioglu und Karagoz, 2017, i. a.).

Die deutlich meisten Arbeiten unterscheiden nicht zwischen Ironie und Sarkasmus, somit bleibt,
aus empirischer Sicht, unklar, ob Autoren, zum Beispiel in sozialen Netzwerken diesen Unterschied
überhaupt machen und ob dieser mit automatischen Systemen messbar ist (Barbieri und Saggion,
2014; Riloff, Qadir u. a., 2013; Tsur, Davidov und Rappoport, 2010). Dieser Frage sind wir mit Ling
und Klinger (2016) nachgegangen.39

Wir basieren unsere Analyse auf 99000 englischen Tweets, welche automatisch mit den Hashtags
#irony/#ironic und #sarcasm/#sarcastic annotiert wurden. Mit Hilfe eines (zum Entwicklungszeit-
raum) typischen Modells für Sentimentanalyse separieren wir diese beiden Untertypen von Ironie
und führen eine Merkmalsanalyse durch. Beispiele finden sich in Tabelle 11. Tabelle 12 zeigt die
Klassifikationsergebnisse. Wir sehen in diesen Accuracy-Werten auf einem balancierten Korpus, dass
die Unterscheidung von Ironie und Sarkasmus schwieriger ist, als Ironie und Sarkasmus gemeinsam
von regulären Tweets zu unterscheiden (etwa 10 Prozentpunkte, vergleiche Spalte 2 und 5). Die Er-
kennung von Ironie und Sarkasmus ist isoliert voneinander etwa gleich herausfordernd (Spalte 3 und
4).

Eine weitergehende Analyse (Ling und Klinger, 2016, Tab. 2) zeigt die Bedeutung der verschie-
denen Merkmale in den verschiedenen Klassifikationsaufgaben. Insbesondere unterscheidet sich die
Länge der Tweets, die Polarität der Texte sowie die Verwendung von URLs, Hashtags und der Nen-
nung von Personen.

Zusammengefasst ist also die Polarität eines Texts und deren Verlauf ein wichtiges Merkmal für
die Erkennung von Ironie und Sarkasmus. Dies ist schlüssig, da Ironie und Sarkasmus häufig eine
39 Die Arbeit wurde von mir konzeptioniert und angeleitet.
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Feature Set Ironie vs.
Sarkasmus

Ironie vs.
Regulär

Sarkasmus
vs. Regulär

Figurativ
vs. Regulär

Baseline 0.50 0.50 0.50 0.50

All−BoW 0.64 0.81 0.83 0.82

BoW Unigram 0.76 0.87 0.89 0.87

BoW Uni+Bigram 0.78 0.88 0.90 0.88

All 0.79 0.89 0.90 0.88

Tabelle 12 : Ergebnisse des Klassifikationsexperiments Satire vs. Ironie (Ling und Klinger, 2016).

zu der gemeinten Polarität inverse Polarität ausdrückt. Bei Sarkasmus beobachten wir häufiger
positive Ausdrücke, während bei Ironie diese eher gleichverteilt sind. Ironie wird in längeren Texten
ausgedrückt als Sarkasmus, da die Beschreibungen situationeller Ironie tendenziell komplizierter zu
fassen sind, als kurze sarkastische Kommentare.

Zum Abschluss dieses Abschnitts stellen wir einen methodisch alternativ aufgestellten Ansatz dar,
der ebenfalls das Ziel hat einen Einblick in die notwendigen Eigenschaften eines lernenden Modells
zu liefern. Im folgenden Fall der Satireklassifikation nutzen wir allerdings keinen merkmalsbasierten
Ansatz, sondern ein neuronales Modell.

Diese Arbeit basiert auf vorgehenden Arbeiten von De Sarkar, Yang und Mukherjee (2018) und
Yang, Mukherjee und Dragut (2017), welche einen ähnlichen Ansatz verfolgen. Allerdings kann bei
deren Verfahren nicht ausgeschlossen werden, dass das Modell Charakteristika der Publikations-
quelle lernt und nicht spezifische Eigenschaften von Satire. Dieses Problem lösen wir mit Hilfe von
adversarialem Training wie in Abb. 23 dargestellt. Wir lernen hier mit dem Satire- und dem Publika-
tionserkenner auf Basis einer gemeinsamen Repräsentation. Die Zielfunktionen JP (für die Publikati-
onsvorhersage) und JS (für die Satirevorhersage) nutzen Parameter θP und θS , wobei wir jeweils die
Kreuzentropie optimieren. Um die Repräsentation allerdings davon abzuhalten etwas über die Publi-
kationen zu lernen wird der Gradient bei der Optimierung dieser Komponente umgedreht. Dies ist
die adversariale Komponente des Modells. Die Publikationsquelle soll ununterscheidbar werden, wo-
bei der Klassifikator weiterhin versucht ein positives Ergebnis zu erreichen. In Abhängigkeit von der
Gewichtung λ der adversarialen Komponente sehen wir in Abbildung 24, dass die Publikationserken-
nungsqualität auf die Güte zufälliger Vorhersage zurückgeht, ohne dass die Satireerkennung substan-
tiell verschlechtert wird. Die Ergebnisse zeigen sich auch in der Analyse des Attention-Mechanismus,
wie ein Beispiel in Abb. 25 exemplarisch illustriert. Die rote Unterlegung der Wörter korrespondiert
hier mit den Attention-Gewichten. Bei der Verwendung der adversarialen Komponente sind diese
beiden Teile, welche tatsächlich auf Satire hinweisen, ausgeprägter als wenn diese Komponente nicht
genutzt wird, um den Merkmalsextraktor zu korrigieren.

2.5.2 Deklarative Relationserkennung

Bisher haben wir uns dem Thema von der Anwendungsseite genähert, wobei wir auch strukturelle Un-
terschiede in den verschiedenen Aufgaben diskutiert haben. Nun analysieren wir das Problem von der
methodischen Seite. Wir stellen fest, dass sich alle bisher vorgestellten Aufgaben entweder als Segmen-
tierung (in Aspekte und subjektive Phrasen sowie Ursachen, Ziele und Fühler einer Emotion) oder
k-äre Relationserkennung formulieren lassen, wobei letztere als das Füllen einer Schablone betrach-
tet werden kann. Es gibt also eine Schablone eines Sentimentereignisses oder Emotionsereignisses,
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Abbildung 23 : Architektur unseres Satireerkennungsmodells. Der graue Bereich auf der linken Seite zeigt
den Satireerkenner, der weiße Bereich auf der rechten Seite ist die adversariale Komponen-
te, welche verhindert, dass Publikationscharakteristika genutzt werden (McHardy, Adel und
Klinger, 2019).

und jede dieser Schablonen wird mit Variablen befüllt, welche (typisierten) Segmenten entsprechen.
Diese Formulierung ist weitreichender anwendbar als in der strukturierten Emotions- und Sentiment-
analyse, zum Beispiel bei Semantic Role Labeling (Palmer, Gildea und Kingsbury, 2005; Pradhan,
Hovy u. a., 2007), temporaler Informationsextraktion, bei der Ereignisbeschreibungen sortiert werden
(Pustejovsky, Castano u. a., 2003; Pustejovsky, Hanks u. a., 2003), der Ereigniserkennung in Rezepten
(Abend, Cohen und Steedman, 2015) oder der biomedizinischen Ereigniserkennung (Nédellec, Bossy
u. a., 2013) wie auch der Erkennung von Redner und Redewiedergabe (Scheible, Klinger und Padó,
2016).40

Mit Adel, Bostan u. a. (2018) haben wir dazu einen Werkzeugkasten vorgestellt, welcher in ei-
ner deklarativen Beschreibungssprache die Aufgabe spezifiziert, eine Modellkompilation ermöglicht
und im Folgenden verschiedene Modelle zur Verfügung stellen wird, deren Parameter auf jeweili-
gen annotierten Daten geschätzt werden. Hiermit leisten wir einen Beitrag zu einem vereinfachten
Modellvergleich über verschiedene Subdisziplinen der Computerlinguistik hinweg.41 Ein vereinfach-
tes Beispiel zur Deklaration der Aufgabe der biomedizinischen Informationsextraktion findet sich in
Abbildung 26.

Mit diesem Verfahren können Modelle über verschiedene Phänomene hinweg eingesetzt werden,
wenn sie strukturell vergleichbar sind. Einsetzbare Modelle sind zum Beispiel die oben eingeführten
Modelle (Kim und Klinger, 2018, 2019c; Klinger und Cimiano, 2013a,b), eine Variante von Schei-
ble, Klinger und Padó (2016) oder auch das in Klinger, Riedel und McCallum (2011) vorgestellte
Vorgehen.42

2.5.3 Weitere Anwendungen

Die folgenden Arbeiten untersuchen nicht per se Emotion oder Sentiment als Forschungsgegenstand,
bauen aber auf diesen Konzepten zumindest zum Teil auf und sollen daher der Vollständigkeit halber
40 Bei dem letztgenannten Papier war ich an der Modellierung beteiligt.
41 Die Motivation und der Ansatz einer solchen Modellierung wurde von mir angestoßen. Ich leite dieses Projekt als

Zusammenschluß verschiedener ansonsten getrennter Projekte in der Arbeitsgruppe an.
42 Das Modell in Klinger, Riedel und McCallum (2011) wurde von mir unter Anleitung entwickelt.
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Abbildung 24 : Ergebnisse der adversarialen Satireerkennung. λ stellt die Gewichtung zwischen den Teilen
der Zielfunktion dar, bei λ = 0 wird die adversariale Komponente nicht zum Training des
Merkmalsextraktors genutzt (McHardy, Adel und Klinger, 2019).

Beispiel 1

no
ad

v

Erfurt ( dpo ) - Es ist eine Organisation , die ausserhalb von Recht und Ordnung agiert , zahlreiche NPD-Funktionäre
finanziert und in nicht unerheblichem Maße in die Mordserie der sogenannten Zwickauer Zelle verstrickt ist .

ad
v Erfurt ( dpo ) - Es ist eine Organisation , die ausserhalb von Recht und Ordnung agiert , zahlreiche NPD-Funktionäre

finanziert und in nicht unerheblichem Maße in die Mordserie der sogenannten Zwickauer Zelle verstrickt ist .

Beispiel 2

no
ad

v

Immerhin wird derzeit der Vorschlag diskutiert , den Familiennachzug nur inklusive Schwiegermüttern zu erlauben
, wovon sich die Union einen abschreckenden Effekt erhofft .

ad
v Immerhin wird derzeit der Vorschlag diskutiert , den Familiennachzug nur inklusive Schwiegermüttern zu erlauben

, wovon sich die Union einen abschreckenden Effekt erhofft .

Abbildung 25 : Ein Beispiel der Gewichte des Attention-Mechanismus mit und ohne adversariale Komponente
(McHardy, Adel und Klinger, 2019).

kurz Erwähnung finden. Sie zeigen jeweils die Verwendbarkeit von Modellen in praktischen Anwen-
dungen und tragen so zu einer Realweltevaluierung bei.

In Klinger, Senger u. a. (2012) haben wir aspektbasierte Sentimentanalyse als Kombination von
Topic-Modelling (Blei, Ng und Jordan, 2003) formuliert und die Ergebnisse so aufbereitet, dass sie
von Entscheidungsträgern in der Politik so genutzt werden können, dass Ansichten der Bevölkerung
leichter einbezogen werden. In einer Nutzerstudie konnten wir zeigen, dass diese Informationsaggre-
gation die Entscheidungsfindungen erleichtert.43

Eine weitere Anwendung von aspektbezogener Sentimentanalyse ist die Arbeit von Kessler, Klinger
und Kuhn (2015).44 Hier untersuchen wir, ob sich eine Präferenzliste von Produkten durch die Rekon-
struktion des Verkaufsrangs nur auf Basis der aus Beurteilungen extrahierten bewerteten Merkmalen
erstellen lässt. Wir konnten zeigen, dass einige Aspekte einen stärkeren Beitrag leisten als andere.

43 Ich habe in dem EU-Projekt den Teilbereich der Datenanalyse geleitet, in dem dieses Publikation entstanden ist,
war allerdings an der Nutzerstudie nur am Rande beteiligt.

44 Die Arbeit wurde in Kollaboration mit einer Doktorandin durchgeführt.
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<deREschema name="BioNLP-ST 2009" ver="0.01" auth="Klinger">
<spantypes>

<span name="Protein" predict="False"/>
<span name="Gene_expression" anchors="Gene_expression" predict="True"/>
<span name="Binding" anchors="Binding" predict="True"/>

</spantypes>
<frames>

<frame name="Gene_expression">
<slot name="Theme" types="Protein" cardinality="1"/>

</frame>
<frame name="Binding">

<slot name="Theme" types="Protein" mincardinality="0"/>
</frame>

</frames>
</deREschema>

Abbildung 26 : Ein kleines aber vollständiges Schema für einen Teil des BioNLP-Shared-Tasks (Adel, Bostan
u. a., 2018).

<deREschema name="StructuredEmotion" ver="0.01" auth="Klinger">
<spantypes>

<span name="EmotionCue" anchors="AngerEmotion,SadEmotion,JoyEmotion" predict="True"/>
<span name="Person" predict="True"/>
<span name="Event" predict="True"/>

</spantypes>
<frames>

<frame name="AngerEmotion">
<slot name="Cue" types="EmotionCue" maxcardinality="1"/>
<slot name="Feeler" types="Person" maxcardinality="1"/>
<slot name="Target" types="Person,Event"/>
<slot name="Cause" types="Person,Event"/>

</frame>
</frames>

</deREschema>

Abbildung 27 : Ein Schema zur Spezifikation der strukturierten Emotionserkennung. Zur Vereinfachung wird
angenommen, dass nur drei verschiedene Emotionen modelliert werden (Adel, Bostan u. a.,
2018).

So ist in der Kameradomäne die allgemeine Performanz und die Videofunktion wichtiger, als der
Bildschirm und der Blitz. Dieses Verfahren kann für Produkthersteller genutzt werden, um ihren
Arbeitsschwerpunkt auf die Merkmale eines Produkts zu legen, welche tatsächlich einen Einfluss auf
den Verkaufsrang (und damit vermutlich auch auf die Zufriedenheit der Nutzer) haben.

In Hartung, Klinger u. a. (2017a,b) haben wir die Frage untersucht, welche Merkmale (insbeson-
dere auch welche Emotionsmerkmale) einen Beitrag zur Erkennung von Personen liefern, welche
dem rechtsextremistischen Spektrum oder einer solchen Gruppe zugeordnet werden können. Emo-
tionsmerkmale leisten allerdings keinen zusätzlichen signifikanten Beitrag in der Gesamtheit aller
Merkmale. Allerdings ist festzustellen, dass zwei Emotionsmerkmale insbesondere zur Vollständig-
keit beitragen. Dies ist zum einen der erhöhte Anteil von emotionstragenden Wörtern bei Autoren,
welche als rechtsradikal eingestuft sind, im Vergleich zu den anderen. Zum anderen ist die einzige
einzelne Emotion, deren Verteilung unterschiedlich ist, die des Ekels.45

45 In diesen Arbeiten war ich nur zum Teil an der Konzeptualisierung beteiligt, habe aber die automatischen Emo-
tionsanalysen durchgeführt.
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3 Zusammenfassung und Ausblick

Das Ziel dieser Habilitationsarbeit war es, Formalisierungen von Affektmodellierungen in Text zu
finden, welche komputationelle Klassifikationen und Strukturvorhersagen ermöglichen. Die Beiträge
finden sich zum einen in Modellierungsvorschlägen, in annotierten Korpora, in komputationellen Mo-
dellen, sowie in Interpretationen und Analysen dieser verschiedenen Artefakte. Die Korpora stellen
hierbei durch ihre Manifestation von Konzeptionalisierungen sowie durch die Vorbereitung statisti-
scher Arbeiten einen Wert in sich dar. Sie erlauben auch weitergehende Analysen durch die Vergleiche
verschiedener Annotationen verschiederer Annotatorinnen. Die darauf aufbauenden Modellierungen
sind jeweils Implementierungen von Annahmen, welche Informationen zur Repräsentation des Phä-
nomens wichtig sind. Hierbei ist zum Teil ein Abwägen zwischen der Akkuratheit des Modells und
der erreichbaren Performanz bei der Vorhersage auf unbekannten Daten notwendig.

Auf Seiten der beigetragenen Korpora ist unser vergleichbares Korpus von deutschen und engli-
schen Amazonproduktbeurteilungen hervorzuheben. Dieses ist mit Aspektnennungen und evaluieren-
den Phrasen annotiert, sowie der Relation und der Polarität zwischen diesen (Klinger und Cimiano,
2014; Ruppenhofer, Klinger u. a., 2014). Derselben Annotationsrichtlinie folgt eine Ressource, welche
App-Reviews als Basis nimmt (Sänger, Leser u. a., 2016b). Diese Korpora finden mittlerweile auch
durch andere Arbeitsgruppen Verwendung, um die Methodenentwicklung voranzutreiben.

Für die Emotionsanalyse haben wir zwei multimodale Korpora erstellt, zum einen für Emotions-
erkennung in Autos (Cevher, Zepf und Klinger, 2019), zum anderen für Tweets, welche mit Bildern
versehen sind (Klinger, 2017). Manuell annotierte Emotionstextkorpora haben wir auf Basis von spa-
nischen Reiseberichten (Ehrlicher, Klinger u. a., 2019), für Tweets (Bostan und Klinger, 2019; Schuff,
Barnes u. a., 2017), und Berichten emotional konnotierter Ereignisse mit Crowdsourcing (Troiano,
Padó und Klinger, 2019) und schwacher Überwachung (Klinger, De Clercq u. a., 2018) erstellt. Unsere
Aggregation der Mehrzahl verfügbarer Emotionskorpora erleichtert zukünftige Forschungsaufgaben
in diesem Gebiet (Bostan und Klinger, 2018).

Korpora für strukturierte Emotionsanalyse stehen nun erstmalig für die Rollen des Fühlers, des
Emotionsausdrucks, der Ursache und des Ziels (Kim und Klinger, 2018) in Literatur sowie für emotio-
nale Figurrelationen in Fan-Fiction zur Verfügung (Kim und Klinger, 2019c). Eine weitere neuartige
Annotation erlaubt die Analyse der Art der Emotionskommunikation, also ob Körperposen, Spra-
che, Mimik, Gestik oder Textinhalt für den Ausdruck der Figur beschrieben wird (Kim und Klinger,
2019b).

Für die Analyse von nicht-wörtlicher Rede im Stilmittel der Satire kompilierten wir den ersten
deutschen Korpus sowie die größte aktuell verfügbare Nachrichtentextressource zu diesem Thema.
Für die Abgrenzung von Ironie zu Sarkasmus erstellten wir einen Twitterkorpus.

Trotz dieser substantiellen Ressourcenbeiträge bleibt auch jetzt noch festzuhalten, dass die Menge
an annotierten Daten in den meisten Sprachen äußerst gering ist. Insbesondere zu den Emotionsphä-
nomenen im Kontext von Rollen existieren kaum Korpora. Zukünfige Arbeiten, welche hier einen
Beitrag leisten, werden nach wie vor einen wichtigen Einfluss haben.

Unsere manuell und zum Teil schwach annotierten Korpora realisieren Modellierungsansätze, welche
auch für prädiktive Modelle eingesetzt wurden und somit weitergehend ihre Schlüssigkeit unter Be-
weis stellten. Dies sind Modelle zur Sentimentklassifikation (Barnes, Klinger und Schulte im Walde,
2017) und aspektbasierter Sentimentanalyse (Kessler, Klinger und Kuhn, 2015; Klinger und Cimia-
no, 2013a,b; Sänger, Leser u. a., 2016b; Sänger, Leser und Klinger, 2017), auch über Sprachgrenzen
hinweg (Barnes und Klinger, 2019; Klinger und Cimiano, 2015; Klinger, Senger u. a., 2012), sowie
Emotionsklassifikationsmodelle für Englisch und andere Sprachen (Cevher, Zepf und Klinger, 2019;
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Ehrlicher, Klinger u. a., 2019; Klinger, 2017; Schuff, Barnes u. a., 2017; Troiano, Padó und Klinger,
2019), zum Teil mit einem Schwerpunkt auf Ereignisbeschreibungen (Klinger, De Clercq u. a., 2018;
Troiano, Padó und Klinger, 2019) sowie Regressionsmodelle zur Vorhersage der Emotionsintensität
(Bostan und Klinger, 2019; Köper, Kim und Klinger, 2017). Wir haben weiterhin die ersten Modelle
für strukturierte Emotionsanalyse in Literatur erstellt (Kim und Klinger, 2018, 2019c).

Ein Thema, welches in mehreren Modellierungsansätzen wiederkehrt, ist die Nutzung von gemein-
samer Repräsentation oder Inferenz. In McHardy, Adel und Klinger (2019) ist dies die gemeinsame
Repräsentation von Satire und Publikationsquelle, in Buschmeier, Cimiano und Klinger (2014) und
Ling und Klinger (2016) von Sentiment und Ironie, von allgemeiner Wortbedeutung und Sentiment
(Barnes und Klinger, 2019; Barnes, Klinger und Schulte im Walde, 2018a,b) in verschiedenen Spra-
chen und Domänen sowie zwischen Rollen in der Emotionsanalyse (Kim und Klinger, 2018) und
Aspekt und Evaluierung (Klinger und Cimiano, 2013a,b, 2015).

Wir haben weiterhin gezeigt, dass Emotion und Sentiment als Merkmal verschiedene andere Auf-
gaben unterstützt, so die Erstellung von Bewertungsranglisten (Kessler, Klinger und Kuhn, 2015),
die Analyse von Genre in Literatur Kim, Padó und Klinger (2017a,b) und die Erkennung von Rechts-
extremismus (Hartung, Klinger u. a., 2017a).

Offene Themen bestehen insbesondere in der Emotionsanalyse, bei der bereits in der Sentimentana-
lyse untersuchte Forschungsfragen noch weiter betrachtet werden müssen. So müssen strukturierte
Analyseansätze in weiteren Domänen getestet werden und damit robuster gemacht werden. Diese
sollten dann über verschiedene Sprachen hinweg analysiert werden. Hier ist im Moment noch die
Vorhersage von mehr als zwei Sentimentklassen herausfordernd. Wir erwarten daher, dass Metho-
den, welche Polarität binär unterscheiden können, nicht ohne Anpassungen auf Emotionsanalyse
übertragen werden können.

Es fehlt weitestgehend auch noch ein Verständnis, auf welche Weise Emotion in den verschiedenen
Domänen kommuniziert wird. Wir schlagen vor, diese Forschungsfragen anzugehen, da die Situati-
on im Vergleich zur Sentimentanalyse komfortabel ist: Emotionsforschung hat eine lange Historie
in der Psychologie, und es steht aus, diese Erkenntnisse in die algorithmische Analyse von natür-
licher Sprache zu übertragen. Es ist noch nicht abzusehen, welche Anstöße hier zum Beispiel die
neuesten Emotionstheorien des Konstruktivismus, zum Beispiel von Feldman-Barrett (2018), für die
Informatik und Computerlinguistik liefern werden. Wir erwarten einen substantiellen Vorteil durch
interdisziplinäre Anstrengungen, da ihre Theorien neue Erkenntnisse in der Interaktion von Affekt
und der Entwicklung einer Emotion darstellen. Diese dürften gerade bei Modellen, welche Affekt,
Sentiment und Emotion gemeinsam modellieren, von Nutzen sein.
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